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efaltete Neuronale Netze (CNN) wurden in den 
letzten Jahren auf Grund ihrer hohen Erken-

nungsgenauigkeit sowie ihrer hohen Erkennungsge-
schwindigkeit zunehmend in der Objekterkennung ein-
gesetzt. Trotz einer schnellen und zuverlässigen Klassifi-
zierung besteht einer ihrer größten Nachteile darin, dass 
das Training eines solchen Netzes sehr zeitaufwendig ist. 
Der Grund dafür ist, dass abhängig von der Komplexität 
des zu erkennenden Objekts mehrere hundert bereits 
klassifizierte Lernbilder benötigt werden. Das Erstellen 
dieser Lernbilder erfolgt bisher überwiegend manuell. 
Aus diesem Grund wurde am Institut für Fördertechnik 
und Logistiksysteme (IFL) ein Assistenzsystem entwi-
ckelt, welches das Einlernen neuer Objekte gegenüber 
der klassischen manuellen Methode um ein Vielfaches 
beschleunigt. 

[Schlüsselwörter: Assistenzsystem, künstliche neuronale Netze, 
Objekterkennung, Tiefenbild, Label] 

onvolutional neural networks (CNN) have been in-
creasingly used in object detection in recent years 

due to their high detection accuracy and high detection 
speed. Despite fast and reliable classifications, one of the 
biggest disadvantages is that the training of such a net-
work is very time consuming. The reason for this is that, 
depending on the complexity of the object to be detected, 
several hundred already classified learning images are 
required. Until now, the creation of these learning imag-
es was mainly done manually. For this reason, an assis-
tance system was developed at the Institute for Material 
Handling and Logistics (IFL), which accelerates the 
learning of new objects considerably compared to the 
traditional manual method. 

[Keywords: assistance system, artificial neural network, object 
detection, depth image, label] 

1 EINLEITUNG UND MOTIVATION 

Der Umsatz des Versandhandels in Deutschland stieg 
zwischen 2009 und 2018 um 140,7 % von 30,0 Mrd. € auf 
72,2 Mrd. € an [Sta18]. Das resultierende hohe Paketauf-
kommen muss durch die Logistikzentren der Händler effi-
zient bearbeitet werden. Um die Wege innerhalb eines 
Warenlagers möglichst kurz zu halten, wird jedem Kom-
missionierer ein Bereich des Lagers zugeteilt. Da jeder 
Kommissionierer mehrere Aufträge gleichzeitig bearbei-
tet, werden die einzelnen Artikel nach dem Kommissio-
niervorgang durch einen Konsolidierer den eingegange-
nen Kundenaufträgen zugeordnet. Dieser Vorgang ist sehr 
zeitaufwendig und fehleranfällig. Deshalb automatisieren 
große Logistikunternehmen mit hohen Durchsätzen oft-
mals die Konsolidierung. Doch Schätzungen zufolge grei-
fen 80% der Lagerhäuser auf manuelle Sortiersysteme zu-
rück. Vor allem für kleine und mittelständische Betriebe 
lohnen sich die hohen Investitionskosten einer Automati-
sierung nicht [Fra18]. 

Für diese Betriebe wurde am Institut für Fördertech-
nik und Logistiksysteme (IFL) des Karlsruher Instituts für 
Technologie (KIT) der Konsolidierassistent entwickelt 
und experimentell nachgewiesen, dass dessen Einsatz   
Kommissionierzeiten um bis zu 30 % verringert. Grund-
lage des Systems bildet der Einsatz eines Gefalteten Neu-
ronalen Netzes (CNN). Dabei analysiert das CNN die Bil-
der einer Kamera und erkennt die zu sortierenden Artikel. 
Der Konsolidierassistent ordnet daraufhin die Artikel den 
entsprechenden Kundenaufträgen zu. Bei der Bearbeitung 
eines Auftrags strahlt eine Projektionseinheit alle dazuge-
hörenden Artikel an. Nutzer sind dadurch in der Lage, die 
angestrahlten Artikel schnell und mit geringem kogniti-
vem Aufwand einem Kundenauftrag zuzuordnen und ma-
nuell in der entsprechenden Kiste abzulegen [Hoc17]. 

In der industriellen Nutzung von CNN werden an-
wendungsspezifische Objekte erkannt. Das Einlernen die-
ser Objekte ist bisher jedoch sehr zeitintensiv, da das Ob-
jekt auf jedem Lernbild markiert werden muss. Deshalb 
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ist die industrielle Nutzung von CNN für die Objekter-
kennung noch nicht weit verbreitet. Zur Erkennung eines 
neuen Objekts benötigt das CNN mehrere hundert Lern-
bilder dieses Objekts. Bilder aus unterschiedlichen Per-
spektiven sowie vor unterschiedlichen Hintergründen er-
höhen die Erkennungswahrscheinlichkeit aus 
unterschiedlichen Blickwinkeln und auf unterschiedlichen 
Oberflächen. Ein Lernbild besteht aus der Bilddatei selbst 
sowie aus einer zusätzlichen Datei. Diese enthält neben 
der Identifikationsnummer (ID) des zu lernenden Objekts 
dessen Koordinaten im Bild in Form einer rechteckigen 
„Bounding Box“. Diese Box inklusive der ID wird im 
Folgenden als Label bezeichnet. Die Erstellung eines La-
bels wurde am IFL durch die Entwicklung eines Assis-
tenzsystems teilautomatisiert. Dabei liegt der Fokus auf 
der Reduktion der Aufnahmezeit durch eine Beschleuni-
gung des Aufnahmevorgangs der Bilder sowie auf der 
Einführung einer automatisierten Labelmethode. 

2 STAND DER TECHNIK 

Seit dem Ende der 80er Jahre des zwanzigsten Jahr-
hunderts existiert ein anwendungsorientierter Forschungs-
zweig mit dem Ziel, künstliche neuronale Netze (KNN) 
für industrielle Anwendungen nutzbar zu machen 
[Pod01]. Im Bereich der Bildverarbeitung werden vor al-
lem CNN eingesetzt. Diese gefalteten neuronalen Netze 
gehören zu den rekurrenten bzw. feedback KNN, da ihr 
Output dem Netzwerk wieder zugeführt wird [Goo16]. 
Neben der Bildklassifizierung, welche ein Bild einer 
Klasse zuordnet [Kri12], ermöglichen CNN auch die Lo-
kalisierung von Objekten in Bildern. Für die Erstellung 
der dafür benötigten Label existieren unterschiedliche 
Vorgehensweisen, auf welche im Folgenden näher einge-
gangen wird. 

2.1 MANUELLES LABELN 

Auf dem Markt existieren mehrere Softwarelösun-
gen, die das manuelle Labeln von Bildern vereinfachen. 
Dazu gehören beispielsweise LabelMe [Rus08], Colabeler 
[Col18], Dataturks [Dat18] oder RectLabel [Rec18]. Der 
Labelprozess beginnt mit dem Öffnen, bzw. dem Hochla-
den eines Bildes. Der Nutzer markiert daraufhin manuell 
das zu labelnde Objekt, indem es durch ein Rechteck 
möglichst enganliegend eingerahmt wird (siehe Abbil-
dung 1), und weißt dem Objekt eine ID zu. Im nächsten 
Schritt wandelt die Software das visuelle Label in Koor-
dinaten um und speichert diese zusammen mit der ID in 
einer separaten Datei. Dabei variieren, abhängig von dem 
verwendeten CNN, die Darstellungsform sowie das Da-
teiformat. Sorokin und Forsyth [Sor08] beschreiben einen 
Ansatz, um diese Aufgabe über Amazon Mechanical Turk 
an die Gemeinschaft der Online Arbeiter auszulagern. Je-
der Arbeiter bekommt dabei einen festgelegten Betrag pro 
klassifiziertem Bild. Über Amazon Mechanical Turk an-
gestellte Arbeiter von LabelMe benötigen im Schnitt 47 s, 
um ein Label auf einem Bild zu erstellen [Lab12]. Das im 

Konsolidierassistent verwendete CNN YOLOv2 [Red16] 
erfordert pro Artikel 200 Lernbilder (siehe Kapitel 5). 
Insgesamt entspricht das einem zeitlichen Aufwand von 
156:40 min pro Objekt für das manuelle Labeln. 

 
Abbildung 1: Originales Lernbild eines Artikels inklusive Hin-

tergrundbild zur Steigerung der Varianz sowie Visualisie-
rung des Labels inklusive ID. 

2.2 VIDEO ANNOTATION 

Liegen nicht nur einzelne Bilder eines Objekts vor, 
sondern ein Video, in welchem sich das Objekt bewegt, 
kann die Methode der Video Annotation eingesetzt wer-
den. Dabei markiert der Nutzer das zu labelnde Objekt am 
Anfang einer gleichförmigen Bewegung sowie zum Zeit-
punkt, an dem diese endet. Bewegt sich das Objekt im Vi-
deo nicht gleichförmig, muss dessen Bewegung in kleine-
re, gleichförmige Abschnitte unterteilt werden. Der 
Nutzer labelt das Objekt dann am Anfang und am Ende 
jedes Abschnitts. Das Labeln erfolgt analog zum manuel-
len Labeln. Mit den Eingabedaten berechnet der Compu-
ter das Label der Bilder zwischen zwei Nutzermarkierun-
gen automatisch. Im Gegensatz zum manuellen Labeln 
verringert dieser teilautomatische Ansatz den Arbeitsauf-
wand um die vom Computer berechneten Label. Video 
Annotation erfolgt beispielsweise mit der Software 
VATIC (Video Annotation Tool from Irvine, California) 
der Univesity of California [Von13], einer Weiterentwick-
lung von LabelMe.  

2.3 AUTOMATISIERUNG DURCH DIE NUTZUNG VON 
TIEFENBILDINFORMATIONEN 

Pordel und Hellström [Por15] erreichen das teilauto-
matisierte Extrahieren polygoner Label von Objekten 
durch die Nutzung eines Kinect Kamerasystems. Die Tie-
fenbildkamera des Systems erkennt das ihr am nächsten 
gelegene Objekt. Daraufhin werden RGB- und Tiefenbild 
überlagert. Eine weiterentwickelte Version des Connected 
Component Labelling (CCL) [Sam88], das Extended 
Connected Component Labelling (ECCL) verbindet Pixel 
in dem so generierten Bild mit einer verbundenen Gruppe 
von Pixeln, wenn die Differenz der neuen Eintrittspixel zu 
den Pixeln der Gruppe geringer ist als ein definierter 
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Schwellenwert. Sowohl vor dem Anwenden des ECCL als 
auch danach kann der Benutzer Anpassungen vornehmen, 
um die Ergebnisse des Algorithmus zu verbessern bzw. 
um geringfügige Korrekturen daran vorzunehmen. Der 
von Pordel und Hellström [Por15] vorgestellte Prozess er-
fordert trotz eines hohen Grades an Automatisierung ma-
nuelle Anpassungen der Label durch den Nutzer. 

Eine weiterführende Automatisierung von Labelpro-
zessen erreichen Lyubova und Filliat [Lyu12] durch die 
Nutzung von Tiefenbild- sowie RGB-Informationen einer 
Kinect durch einen humanoiden Roboter. Durch die An-
wendung mehrerer Algorithmen werden Bildbereiche von 
Interesse vom Hintergrund separiert. Auf die dadurch er-
haltenen Proto-Objects werden zwei weitere Algorithmen 
angewandt, die HSV3 Superpixel Segmentierung [Li16] 
sowie der Speeded-Up Robust Features (SURF) Algo-
rithmus [Bay08]. Der Roboter erkennt damit Objekte in 
seinem Sichtfeld und weist diesen eine ID zu. Er unter-
scheidet damit auch seine eigenen von anderen Händen 
sowie von Objekten. Sobald ein Objekt einer ID zugewie-
sen ist, wird es bei wiederholtem Auftauchen innerhalb 
des Sichtfeldes erneut erkannt. Der von Lyubova und Fil-
liat [Lyu12] vorgestellte Prozess labelt Objekte zuverläs-
sig und ohne weitere Anpassungen durch den Nutzer. 
Aufgrund der Anwendung vieler unterschiedlicher Algo-
rithmen ist die Implementierung desselben jedoch mit er-
heblichem Programmieraufwand verbunden. Außerdem 
erkennt das System Objekte lediglich auf homogenem 
Untergrund. Die Wahrscheinlichkeit der Wiedererken-
nung derselben Objekte auf anderen Oberflächen verrin-
gert sich damit erheblich. 

3 ZIELSETZUNG 

Ziel des Projekts war die Entwicklung eines effizien-
ten Prozesses für die Erstellung von Lernbildern für CNN. 
Dabei lag der Fokus einerseits auf der möglichst kurzen 
Bearbeitungszeit, andererseits auf der Vermeidung von 
Fehlern. 

Die kurze Bearbeitungszeit wird durch das Umdrehen 
der Reihenfolge des Prozesses im Vergleich zum manuel-
len Labelprozess erreicht. Im hier vorgestellten Prozess 
wird zunächst das Label berechnet und danach das einzu-
lernende Objekt fotografiert. 

Die Vermeidung von Fehlern geschieht zum einen durch 
eine Teilautomatisierung des Labelprozesses und zum an-
deren durch das Anregen des Spieltriebes des Nutzers, der 
so genannten „Gamefication“. Gamefication wird defi-
niert als die Verwendung von Spielelementen in einem 
nicht spielerischen Kontext [Det11], um Benutzer von 
Software zu einem bestimmten Verhalten bzw. zu be-
stimmten psychologischen Ergebnissen zu motivieren 
[Sti17] und eine monotone Arbeit abwechslungsreicher zu 
gestalten. 

4 FUNKTIONSWEISE DES SYSTEMS 

Der Konsolidierassistent (siehe Abbildung 2) wurde 
auf Basis des bereits abgeschlossenen Projektes „Packas-
sistent“ entwickelt [Hoc16]. Beim „Packassistenten“ han-
delt es sich um ein Kooperationsprojekt des IFL mit den 
Firmen Bedrunka+Hirth - Gerätebau GmbH und Opti-
mum - datamanagement solutions GmbH, welches über 
das Zentrale Innovationsprogramm Mittelstand (ZIM) fi-
nanziert wurde. Abbildung 2 zeigt den Aufbau des Konso-
lidierassistenten. Über einer höhenverstellbaren Arbeits-
fläche (7) befindet sich eine Projektionseinheit (6) sowie 
das Kamerasystem Microsoft Kinect für Xbox One (8). 
Vor dem Nutzer auf der gegenüberliegenden Seite des Ti-
sches ist ein Bilschirm angebracht (4). Die Projektions-
einheit fungiert als zweiter Bildschirm und projiziert In-
formationen auf die weiße Tischoberfläche. Die 
Kommissionieraufträge (3) werden in den blauen und ro-
ten Kisten auf den Tisch gelegt (2) und dem richtigen 
Kundenauftrag (1) zugeordnet. 

 
Abbildung 2: Dargestellt ist Aufbau des Konsolidierassistenten 

[Hoc17] zu Beginne eines Konsolidierprozesses. Die mar-
kierten Komponenten sind Konsolidierboxen (1), aktueller 
Auftrag in Kommissionierboxen (2), Puffer mit weiteren 
Kommissionieraufträgen (3), Bildschirm für Auftragsver-
waltung (4), Ablage für Kommissionieraufträge (5), Pro-
jektionseinheit (6), interaktive Tischoberfläche (7), Tiefen-
bildkamera (8). 

Das Erstellen der Lernbilder für die spätere Objekter-
kennung erfolgt in drei Schritten. Im ersten Schritt werden 
Bilder aufgenommen, in welchen das zu lernende Objekt 
auf der Tischoberfläche liegt (siehe Kapitel 4.1). Danach 
nimmt der Nutzer das Objekt in die Hand und bewegt es 
über der Tischoberfläche und sichtbar für die Kamera in 
unterschiedliche Richtungen, während das Objekt in der 
Hand rotiert wird (siehe Kapitel 4.2). Im letzten Schritt 
werden die auf dem Tisch aufgenommenen Bilder kon-
trolliert, da hier durch menschliches Versagen Fehler ent-
stehen können (siehe Kapitel 4.3). Im Folgenden werden 
diese drei Schritte genauer erläutert. 
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4.1 STATIONÄRE LERNBILDERSTELLUNG 

Bei der stationären Lernbilderstellung werden Lern-
bilder auf der Tischoberfläche liegend erstellt. Diese Me-
thode ist notwendig um eine möglichst große Varianz in-
nerhalb der Lernbilder zu gewährleisten. Es hat sich 
herausgestellt, dass bei alleiniger Verwendung der dyna-
mischen Lernbilderstellung (siehe Kapitel 4.2) die Erken-
nungsgüte während der Anwendung drastisch sinkt, so-
bald das Objekt nicht in der Hand gehalten wird. Aus 
diesem Grund wird ein bestimmter Anteil der Lernbilder 
mit Hilfe der stationären Methode erstellt. Charakteris-
tisch für den Teilprozess ist, dass mittels eines Projektors 
das Label auf die Tischoberfläche projiziert und das Ob-
jekt in das Label gelegt wird (siehe Abbildung 3). Der sta-
tionäre Labelprozess findet im Vergleich zur manuellen 
Vorgehensweise in umgekehrter Reihenfolge statt:  

1. Projektion des Labels auf die Tischoberfläche. 

2. Positionierung des Objektes innerhalb des  
Labels. 

3. Fotografie des Objektes und speichern der Posi-
tionsinformationen. 

Begonnen wird der Prozess, indem der Nutzer die 
Länge und Breite des Objekts in eine Eingabemaske ein-
gibt, damit die projizierten Label den Abmaßen des Ob-
jektes entsprechen (siehe Abbildung 3). Anschließend 
wird die Position des Labels innerhalb des Projektionsbe-
reiches sowie dessen Ausrichtung zufällig festgelegt und 
auf der Tischoberfläche visualisiert. Da das eingesetzte 
CNN nur Label mit horizontal und vertikal zum Bild aus-
gerichteten Kanten verarbeiten kann, wird die ungefähre 
Orientierung des Objektes mit Hilfe einer Linie innerhalb 
des Labels dargestellt (siehe Abbildung 3). Die Erstellung 
des projizierten Labels erfolgt, indem das System auf Ba-
sis der Größeneingaben eine Mittellinie (siehe Abbildung 
4) definiert. Anschließend wird die Mittellinie entspre-
chend der Zielausrichtung verdreht und ein vorläufiges 
Label um die Mittellinie platziert. Die Eckpunkte des vor-
läufigen Labels definieren im letzten Berechnungsschritt 
die Größe des finalen Labels.  

Damit die Erkennungsgüte weiter gesteigert werden 
kann, wird die Varianz durch die Verwendung zusätzli-
cher Methoden erhöht. So wird neben der Änderung des 
Blickwinkels durch eine Änderung der Ausrichtung und 
Position des Objektes, in 30 % der Fälle während des La-
belprozesses ein zufällig ausgewähltes Hintergrundbild 
auf die Tischoberfläche projiziert. Darüber hinaus findet 
eine zusätzliche Variierung der Lernbilder in weiteren  
30 % der Fälle durch die Reduktion der Bildgröße statt. 

 
Abbildung 3: Dargestellt ist der Artikel mit dem dazugehörigen 

Label, die Mittellinie für die Ausrichtung sowie die Einga-
bemaske. 

 
Abbildung 4: Skizziert ist das vorläufige (rot) sowie das finale 

Label (blau) inklusive der richtungsweisenden Mittellinie. 

4.2 DYNAMISCHE LERNBILDERSTELLUNG 

Die dynamische Lernbilderstellung unterscheitet sich 
von der statischen Methode darin, dass die Lernbilder er-
stellt werden, während der Nutzer das Objekt in der Hand 
hält. Dies hat den Vorteil, dass die Lernbilder aus der Be-
wegung heraus und mit hoher Geschwindigkeit generiert 
werden können. Die Grundlage des Systems bildet der 
Einsatz einer Tiefenbildkamera zur Positions- und Form-
bestimmung des Objekts. Dafür kommt die am IFL entwi-
ckelte kommunikationsgestützte Lokalisierung zum Ein-
satz [Hoc19]. Das System analysiert das Tiefenbild und 
bestimmt den Schwerpunkt des Objekts, dessen Umriss, 
die Höhe oberhalb der Tischoberfläche, dessen Bewe-
gungsrichtung als auch die Geschwindigkeit des Objekts 
(siehe Abbildung 5).  

Während der Lernbilderstellung nimmt der Nutzer 
das zu lernende Objekt in die Hand und dreht es langsam 
unter der Kamera, um jede Seite des Objekts zu fotogra-
fieren. Dabei werden alle Objekte erkannt, die sich min-
destens 15 cm über dem Tisch befinden. Für die weitere 
Auswertung dürfen sich nur die Hand des Nutzers sowie 
das darin befindliche Objekt in diesem Bereich befinden. 
Der minimale y-Wert yMin definiert die Oberkante des 
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Labels. Im nächsten Schritt wird die Labeldiagonale aus 
der Nutzereingabe berechnet. Die tatsächliche Labeldia-
gonale hängt vom Abstand des Objekts zur Kamera ab. 
Die Höhe des Labels entspricht der Addition der tatsächli-
chen Labeldiagonale zu yMin. Daraufhin werden alle Be-
grenzungspunkte mit einem y-Wert größer yMax entfernt. 
Der minimale x-Wert der übrigen Begrenzungspunkte 
entspricht nun xMin und der maximale x-Wert entspricht 
xMax. Im letzten Schritt werden die Koordinaten in das 
für YOLOv2 verwendbare Format umgewandelt. Auch in 
diesem Schritt wird bei 30 % der Bilder ein zufälliges 
Hintergrundbild auf die Tischoberfläche projiziert sowie 
bei 30 % der Bilder deren Größe reduziert.  

 
Abbildung 5: Topographisch dargestellt ist eine Hand inklusive 

Artikel, aufgezeichnet von der Tiefenbildkamera. Zu er-
kennen ist der Umriss der Hand mit den formbeschreiben-
den Begrenzungspunkten (blau) sowie das automatisch er-
stellte Label inklusive Labelmittelpunkt (rotes Kreuz). 

Eine Herausforderung stellt dabei die Geschwindig-
keit dar, mit der der Nutzer den Artikel bewegt. Eine zu 
hohe Geschwindigkeit resultiert in einer Bewegungsun-
schärfe, während eine zu geringe Geschwindigkeit zu ei-
ner geringen Varianz führt. Beides resultiert in einer min-
deren Qualität der Lernbilder, wodurch die 
Erkennungsgüte sinkt. Um das zu vermeiden wird die Ge-
schwindigkeit permanent ermittelt und Lernbilder nur 
dann generiert, wenn die Geschwindigkeit in einem ak-
zeptablen Bereich liegt. Durch den Einsatz von Gamifica-
tion wird der Nutzer dazu animiert, das Objekt im idealen 
Geschwindigkeitsbereich zu bewegen. Abhängig von der 
Abweichung der aktuellen zur idealen Bewegungsge-
schwindigkeit werden bei jedem Lernbild Punkte verge-
ben und aufsummiert. Der Nutzer wird dadurch angeregt 
möglichst viele Punkte zu sammeln, wodurch der Prozess 
kurzweiliger erscheint. 

 

 

 

 

4.3 LABELKONTROLLE 

Mit der Software „Labelkontrolle“ werden die zuvor 
statisch generierten Lernbilder (siehe Kapitel 4.1) auf 
Fehler überprüft. Dabei importiert die Software die 
Koordinaten des Labels in das dazugehörige Bild (siehe 
Abbildung 6). Auf diese Weise können Bilder aussortiert 
werden, auf welchen sich das Objekt nicht innerhalb des 
Labels befindet bzw. die Hand des Nutzers das Objekt 
verdeckt.  

 
Abbildung 6: Bildschirmfoto während des Prozesses der Label-

kontrolle. Zu sehen ist ein fehlerhaft gelabelter Artikel. 

5 VALIDIERUNG 

Zur Validierung des gesamten Prozesses und der da-
zu gehörenden Software wurde das Labeln von Bildern in 
einem Laborexperiment untersucht. In Vorversuchen 
wurde die Anzahl der Lernbilder pro Objekt auf 200 fest-
gelegt. Es stellte sich heraus, dass eine größere Anzahl an 
Bildern zu keiner signifikanten Verbesserung der Erken-
nungsgüte führt. Von den 200 Bildern sind 10 % stationä-
re (siehe Kapitel 4.1) und 90 % dynamische Lernbilder 
(siehe Kapitel 4.2). 

24 Versuchspersonen durchliefen mit jeweils zwei 
Beispielartikeln den gesamten Labelprozess. Dieser be-
steht aus der Aufnahme und dem automatisierten Labeln 
der Artikel sowie der nachfolgenden Überprüfung der sta-
tionären Lernbilder mit Hilfe der Labelkontrolle. Es wur-
den pro Artikel 204 Bilder aufgenommen, 24 davon stati-
onär und 180 dynamisch. Da unerfahrene Nutzer 
fehlerhafte Bilder produzieren, welche in der Labelkon-
trolle gelöscht wurden, erhöht sich die Anzahl der Tisch-
bilder um einen Puffer von 4 Bildern. 

Die Gesamtdauer des Prozesses verringerte sich bei 
22 von 24 Probanden bei Artikel 2 (siehe Abbildung 7). 
Außerdem verringerte sich im Mittel die Gesamtdauer 
von 2:11 min bei Artikel 1 auf 1:56 min bei Artikel 2 
(siehe Tabelle 1 und Tabelle 2). Der dabei vermutete 
Lerneffekt wurde in einem weiteren Versuch mit fünf 
Versuchspersonen und jeweils zehn Artikeln validiert. 
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Abbildung 7: Bearbeitungszeit der Lernbilderstellung von 24 

Probanden für jeweils zwei Artikel. 

6 ERGEBNISSE UND AUSWERTUNG 

Die Ergebnisse der Versuche von 24 Probanden mit 
jeweils zwei Artikeln werden im Folgenden diskutiert. 
Tabelle 1 zeigt die statistischen Kennwerte der Versuche 
mit Artikel 1 und Tabelle 2 zeigt die statistischen Kenn-
werte der Versuche mit Artikel 2. Die durchschnittliche 
Gesamtdauer des Prozesses sinkt von 2:11 min bei Artikel 
1 auf 1:56 min bei Artikel 2. Außerdem verringert sich die 
durchschnittliche Anzahl an Fehlern und damit an ge-
löschten Bildern pro Artikel von durchschnittlich 2,38 auf 
0,63. Die Maximale Anzahl an Fehlern pro Artikel verrin-
gert sich von 12 auf 3. Damit wird der Zielwert von min-
destens 20 stationären Bildern langfristig durch den Lern-
effekt erreicht. 

Für die Validierung des Lerneffekts werden die Ver-
suche der fünf Probanden nach deren Reihenfolge der 
Durchführung nummeriert. Der Korrelationskoeffizient 
des arithmetischen Mittelwerts der fünf Probanden beträgt 
-0,56. Folglich sinkt mit steigender Anzahl der Versuche 
die Dauer des Prozesses (siehe Abbildung 8). Aufgrund 
dieses Lerneffekts werden zum Vergleich des entwickel-
ten Prozesses mit dem manuellen Labeln die Versuche mit 
Artikel 2 herangezogen. Resultierend verringert sich die 
Dauer des Gesamtprozesses im Vergleich zum manuellen 
Labeln von 156:40 min um 98,79 % auf 1:56 min. 

Einschränkungen des entwickelten Prozesses beste-
hen bei der Größe und dem Gewicht des einzulernenden 
Objekts. Da beim Aufnehmen der Lernbilder das Objekt 
gehalten werden muss, sollten auf Grund ergonomischer 
Randbedingungen keine schweren und großen Objekte 
eingelernt werden. 

 

 

 Statistische Kennwerte der Lernbilderstellung für 
Artikel 1 bei 24 Probanden. 

 Stat.  
[s] 

Dyn. 
[s] 

Kontr. 
[s] 

Ges.  
[s] 

Fehler 

x̅ 63,21 31,38 36,21 130,79 2,38 

σ 7,58 7,35 10,08 18,07 3,01 

𝑥𝑥𝑚𝑚𝑚𝑚𝑚𝑚 56 19 16 102 0 

𝑥𝑥𝑚𝑚𝑚𝑚𝑚𝑚 81 42 56 164 12 

 

 Statistische Kennwerte der Lernbilderstellung für 
Artikel 2 bei 24 Probanden. 

 Stat.  
[s] 

Dyn. 
[s] 

Kontr. 
[s] 

Ges.  
[s] 

Fehler 

x̅ 60,92 28,83 26,50 116,25 0,63 

σ 5,38 7,57 6,97 15,44 0,86 

𝑥𝑥𝑚𝑚𝑚𝑚𝑚𝑚 55 19 17 96 0 

𝑥𝑥𝑚𝑚𝑚𝑚𝑚𝑚 76 55 42 155 3 

 

 
Abbildung 8: Gemessene Zeiten von fünf Probanden mit jeweils 

zehn Artikeln sowie deren arithmetischer Mittelwert zur 
Beurteilung der Lernkurve. 
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7 ZUSAMMENFASSUNG UND AUSBLICK 

Durch den am IFL entwickelten Prozess reduziert 
sich die benötigte Zeit zum Labeln von Lernbildern für 
CNN aktuell um 98,79 % gegenüber dem manuellen La-
beln. Die Versuche haben gezeigt, dass der entwickelte 
Prozess langfristig Lernbilder im Mittel in 1:56 min er-
stellt. 

Eine Steigerung der Erkennungswahrscheinlichkeit 
kann durch die Separation von Vorder- und Hintergrund 
erreicht werden. Dafür kommen zwei Methoden in Frage. 
Durch das Übereinanderlegen von RGB- und Tiefenbild 
können alle Bildpunkte auf dem RGB-Bild entfernt wer-
den, welche auf dem Tiefenbild nicht erscheinen, also un-
terhalb eines Grenzwertes liegen. Die zweite Möglichkeit 
zur Separation besteht in der Anwendung eines zum Zau-
berstab-Werkzeug in Adobe Photoshop ähnlichen Algo-
rithmus. Dieser entfernt alle Pixel einer bestimmten Farbe 
oder Schattierung auf dem RGB-Bild. Hier kann bei-
spielsweise der SIOX-Algorithmus eingesetzt werden 
[Fri05]. Um die Entfernung eines weißen Objekts auszu-
schließen, kann auch eine Kombination beider Methoden 
sinnvoll sein. Das damit verbundene Ausschneiden des 
Objekts hat den Vorteil, dass kein Hintergrundbild proji-
ziert werden muss. Dieses fügt die Software vor dem 
Speichern jedem Bild hinzu. Falls es gelingt, lediglich das 
Objekt ohne Hand auszuschneiden, kann außerdem auf 
die Tischbilder verzichtet werden und es wird eine weitere 
Steigerung der Geschwindigkeit erreicht. Zusätzlich ent-
fällt die Labelkontrolle. Damit müssen nur die Bilder mit 
dem Objekt in der Hand aufgenommen werden, was die 
Dauer signifikant verkürzt. 

In weiterführenden Versuchen kann die Qualität der 
Lernbilder genauer bestimmt werden. Die Erkennungs-
wahrscheinlichkeit wird durch das Einlernen des CNN mit 
den Lernbildern der Probanden ermittelt.  

CNN werden in unterschiedlichen Bereichen zur Ob-
jekterkennung eingesetzt. Die Reduktion der Dauer des 
Labelprozesses steigert deren Nutzen, da das Erstellen 
von Lernbildern kostengünstiger und schneller erfolgt. 
Durch das Einlernen unterschiedlicher, anwendungsbezo-
gener Objekte können CNN zukünftig erfolgreich in in-
dustriellen Anwendungen eingesetzt werden. 
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