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ie Nutzung der Künstlichen Intelligenz (KI), insbe-
sondere von Algorithmen des maschinellen Lernens 

zur Lösung von Problemen in der Praxis und der For-
schung ist weit verbreitet und in vielen Bereichen etab-
liert. Im Bereich der Bildung von Lagerstrategien in 
Hochregallagern mit autonomen Fahrzeugen (Shuttle-
Systemen) besteht jedoch noch eine Forschungslücke. Ei-
nes der KI-Verfahren, das in letzter Zeit für Aufmerk-
samkeit gesorgt hat, ist das Reinforcement Learning mit 
der Verknüpfung zu Deep Learning. In diesem Beitrag 
wird eine Möglichkeit aufgezeigt, wie das Deep Reinforce-
ment Learning genutzt werden kann, um eine Ausla-
gerstrategie für Shuttle-Systeme zu entwickeln. 

[Schlüsselwörter: Deep Reinforcement Learning, Lagerstrate-
gien, Shuttle-Systeme, Durchsatzoptimierung] 

Using Artificial Intelligence (AI) in particular machine 
learning algorithms to solve problems in practice and re-
search is widespread and established in several areas. 
However, there is still a research gap in the formation of 
storage strategies in high-bay warehouses with autono-
mous vehicles (AVS/RS). One of the AI methods that has 
recently attracted attention is Reinforcement Learning 
(RL), which includes deep learning. This paper presents 
how deep reinforcement learning can be used to develop 
a sequencing policy for AVS/RS. 

[Keywords: Deep Reinforcement Learning, Storage strategies, 
AVS/RS, throughput optimization] 

1 EINLEITUNG 

Shuttle-Systeme sind den automatisierten Lägern zu-
zuordnen, bei welchen die Lagerspiele von autonomen 
Fahrzeugen und Hebern vorgenommen werden. Dadurch 
entsteht eine Trennung der vertikalen und horizontalen 
Förderung, womit sie sich im Bewegungsmuster von kran-
basierten Regalbediengeräten (RBG) unterscheiden, die 
eine Diagonalfahrt durchführen. [VDI13] Vorteilhaft sind 
der hohe Durchsatz, die Flexibilität sowie der im Vergleich 
zu RBG niedrige Energieverbrauch, weshalb sie sich in der 
Praxis etabliert haben. [Irr16] 

Je nach Systemausprägung können die Fahrzeuge frei 
im System verfahren und nutzen damit dieselben Wege und 
Heber. Die dadurch entstehenden Blockaden führen zu 
Wartezeiten und somit über die Verlängerung der Spielzeit 
zu einer Durchsatzreduzierung. [RKH+10] 

Wie häufig sich die Fahrzeuge blockieren, ist von der 
Reihenfolge der Auftragsbearbeitung abhängig, da diese 
festlegt, zu welchen Zeitpunkten die Fahrzeuge die entspre-
chenden Wege benutzen. Folglich kann über die Festle-
gung der Auftragsreihenfolge der Durchsatz erhöht wer-
den. 

Eine der Möglichkeiten zur Lösung von Reihenfolge-
problemen ist das Reinforcement Learning (RL). Das RL 
gehört zu den Verfahren des Maschinellen Lernens, wel-
ches durch die Interaktion mit einer Lernumgebung eine 
Strategie erlernen kann. Durch die Verbindung des RL mit 
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dem Deep Learning (DL) konnten in jüngerer Vergangen-
heit große Erfolge im Gaming-Bereich erzielt werden 
[Mar19], wodurch das Deep Reinforcement Learning 
(DRL) in den Fokus vieler Untersuchungen gerückt ist. 
[z. B. WRB+18] 

In diesem Beitrag wird eine Möglichkeit vorgestellt, 
wie die Auftragsreihenfolge der Auslagerungen in Shuttle-
Systemen mittels DRL optimiert werden kann. Hierfür 
wurde ein stark vereinfachtes Shuttle-System mit einer 
Ebene, drei Lagergängen und zwei Shuttle-Fahrzeugen in 
der Simulationssoftware Plant Simulation abgebildet. Die 
DRL-Architektur wird unter Nutzung der Open Source 
Deep Learning Bibliotheken Keras und TensorFlow er-
stellt. 

Im Folgenden werden die Grundlagen und der Stand 
der Forschung im Bereich der Shuttle-Systeme dargestellt. 
Anschließend werden das DRL und seine Elemente erläu-
tert. Es folgt die Beschreibung des Simulationsmodells und 
es wird an einem Beispiel gezeigt, dass die Reihenfolge der 
Auslageraufträge die Gesamtzeit für die Bearbeitung der 
Aufträge beeinflusst. Anschließend werden die Architektur 
des DRL-Agenten und die Schnittstellen mit dem Simula-
tionsmodell beschrieben. 

2 GRUNDLAGEN UND STAND DER FORSCHUNG VON 
SHUTTLE-SYSTEMEN UND LAGERSTRATEGIEN 

2.1 SHUTTLE-SYSTEME 

Shuttle-Systeme können übergeordnet in vier Katego-
rien eingeteilt werden. Abhängig von den Bewegungsdi-
mensionen der Fahrzeuge und Heber lassen sich die Arten 
ungebundene, ebenengebundene, ganggebundene sowie 
gang- und ebenengebundene Systeme identifizieren.  

Bei gang- und ebenengebundenen Systemen kann das 
Fahrzeug die jeweilige Ebene im jeweiligen Gang nicht 
verlassen. Die Ladeeinheit wird über einen Heber auf die 
Zielebene gebracht, dort in einem Pufferplatz zwischenge-
lagert und von dort durch das Fahrzeug an den Lagerplatz 
transportiert und eingelagert. 

Bei ebenengebundenen Systemen können die Fahr-
zeuge über Quergänge einen Gangwechsel vornehmen. Ein 
Ebenenwechsel ist nicht möglich, da die Heber, wie bei den 
gang- und ebenengebundenen Systemen nur Ladeeinhei-
ten, nicht aber die Fahrzeuge transportieren können. 

Im Gegensatz dazu gibt es in ganggebundenen Syste-
men keine Quergänge. Die Fahrzeuge können jedoch über 
Fahrzeugheber die Ebenen im jeweiligen Gang wechseln. 

Bei ungebundenen Systemen sind sowohl Quergänge 
als auch Fahrzeugheber vorhanden. Die Fahrzeuge können 
sich damit im gesamten System bewegen und folglich kann 
jedes Fahrzeug jeden Lagerplatz anfahren. 

Während anfangs vor allem ungebundene Systeme in-
stalliert wurden, sind heutzutage vermehrt gang- und ebe-
nengebundene Systeme im Einsatz, da diese einen höheren 
Durchsatz erzielen. [FHL18] Außerdem existieren Misch-
formen, bei welchen die Fahrzeuge beispielswiese nur be-
stimmte Ebenen bedienen können oder Heber sowohl Fahr-
zeuge als auch Ladeeinheiten separat und kombiniert 
transportieren können. 

2.2 LAGERSTRATEGIEN 

Durch die beiden Komponenten Fahrzeug und Heber 
selbst sowie durch den Bewegungsablauf, der durch die 
Systemart vorgegeben wird, können verschiedene La-
gerstrategien angewendet werden. 

In Anlehnung an [Som15] und [TS10] lassen sich La-
gerstrategien anhand von sechs Funktionen einteilen: 

• Einlagerung bzw. Lagerplatzvergabe 

• Auslagerung bzw. Ladeeinheitenauswahl 

• Umlagerung 

• Reihenfolgebildung bzw. Sequenzierung 

• Bestimmung des Befehlszyklus 

• Wahl der Fördermittel 

Bei der Einlagerung wird einem Artikel ein fester La-
gerplatz zugewiesen. Mögliche Strategien sind beispiels-
weise die Festplatzlagerung, die chaotische Lagerung oder 
die Zonierung. Zielsetzungen der Einlagerstrategien sind je 
nach Strategie die Zugriffssicherheit bei einem Ausfall des 
Systems, die maximale Kapazitätsnutzung und die Durch-
satzoptimierung. 

Stehen für die Erledigung eines Auslagerauftrages 
mehrere Artikel zur Verfügung, legt die Auslagerungsstra-
tegie den bestimmten Artikel fest. Gängige Strategien sind 
first in first out, um eine Überalterung der Artikel zu ver-
meiden, last in last out, um Umlagerungen zu vermeiden 
oder die Wahl des Artikels mit dem kürzesten Fahrweg. 

Umlagerungen treten systembedingt auf, wenn bei-
spielsweise die Kanäle bei mehrfachtiefer Lagerung nicht 
artikelrein sind. Der nicht benötigte Artikel, der sich vor 
dem relevanten Artikel befindet, muss an einen geeigneten 
Platz umgelagert werden. Umlagerungen können aber auch 
durchgeführt werden, um das Lager hinsichtlich des Ziel-
kriteriums neu zu sortieren.  

Zunächst muss bei der Reihenfolgebildung festgelegt 
werden, welche Aufträge in die Betrachtung einfließen, da 
permanent neue Aufträge das System betreten. Bei der 
blockweisen Reihenfolgebildung wird eine fixe Zeitspanne 
oder eine fixe Anzahl an Aufträgen gewählt und die Rei-
henfolge für diesen Auftragsblock gebildet. Erst nach Ab-
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arbeitung des Blockes bilden die neu eingetretenen Auf-
träge einen neuen Auftragsblock. Bei der dynamischen 
Reihenfolgebildung führt jeder neue Auftrag zu einer er-
neuten Reihenfolgebildung. [HMS+87] Weitere Entschei-
dungen sind, welche Warteschlange – die der Einlager- o-
der die der Auslageraufträge – für den folgenden Auftrag 
ausgewählt wird. Mögliche Strategien sind dabei die War-
teschlange zu wählen, die den Auftrag enthält, der am 
längsten wartet (first come first served) oder der die kür-
zeste Bedienzeit aufweist (shortest process time). Eine wei-
tere Möglichkeit ist die Priorisierung aller Einlagerungen, 
bzw. aller Auslagerungen. Bei der Durchführung von Dop-
pelspielen muss die Wahl der Warteschlange alternieren, 
da sich so Ein- und Auslageraufträge abwechseln. 
[VTV12] Nach der Wahl der Warteschlange gilt es, die 
Reihenfolge innerhalb der Warteschlange zu bilden.  

Bei der Sequenzierung muss eine bestimmte Reihen-
folge eingehalten werden. Eine weiche Sequenzierung er-
laubt es die Reihenfolge innerhalb eines Auftragsbündels 
frei zu wählen, allerdings ist die Reihenfolge der aufeinan-
derfolgenden Auftragsbündel einzuhalten. Eine harte Se-
quenzierung gibt sowohl die Reihenfolge der Auftragsbün-
del als auch die Reihenfolge innerhalb der Auftragsbündel 
vor. 

Die Festlegung des Fahrmodus des RBG bestimmt die 
Bildung von Arbeitsspielen (Einfach-, Doppel- und Mehr-
fachspiele) und den Verweilpunkt des RBG. Der Verweil-
punkt ist die Position innerhalb des Systems, an welchem 
das RBG nach einem erledigten Auftrag pausiert, sofern 
kein Folgeauftrag vorliegt. [HHC+05] Bezogen auf Shut-
tle-Systeme kann unterschieden werden in die Spielbildung 
der Heber und der Shuttle-Fahrzeuge. Ebenfalls gilt es den 
Verweilpunkt für die Heber und die Shuttle-Fahrzeuge 
festzulegen. 

Je nach Art des Shuttle-Systems kann ein Auftrag 
durch verschiedene Fördermittel ausgeführt werden. In ei-
nem ungebundenen System kann beispielsweise jedes 
Shuttle-Fahrzeug jeden Lagerplatz anfahren und damit je-
den Auftrag ausführen. Hierbei gilt es, das Fördermittel zu 
bestimmen.  

Im Bereich der Forschung lassen sich seit 2002 For-
schungsarbeiten zu Shuttle-Systemen finden. [Mal02] Un-
tersuchungsgegenstand sind anfangs die Dimensionierung, 
die Kosten und der Durchsatz. Die erstellten, vorwiegend 
analytischen Modelle basieren auf angepassten Modellen 
für Lager mit RBG oder der Abbildung über die Warte-
schlangentheorie. Später rückt die Einbeziehung von La-
gerstrategien in den Fokus der Forschungsarbeiten, wobei 
aufgrund der damit verbundenen Komplexität häufig eine 
simulationsbasierte Analyse bzw. Lösungsfindung erfolgt. 

In [SKW+17] wird ein Überblick über bestehende 
Forschungsberichte zu Shuttle-Systemen mit Bezug zu den 
untersuchten Lagerstrategien gegeben. Reihenfolgestrate-
gien in Shuttle-Systemen werden in der Regel über first 

come first served abgebildet. In [CV12] wird die Reihen-
folge anhand der kürzesten Bedienzeit gebildet. In 
[EHK+10] erfolgt ein Vergleich der beiden Strategien first 
come first served und kürzeste Bedienzeit. 

[LF18] entwickeln einen routenbasierten Reihenfolge-
algorithmus für ungebundene Systeme. Es wird der kür-
zeste Weg ermittelt und über reservierte Zeitfenster die Bil-
dung einer geforderten Reihenfolge am Zielort ermöglicht.  

In [GAH+16] wird eine Möglichkeit beschrieben, wie 
Informationen über geschätzte Spielzeiten und Ankunfts-
zeiten der Fahrzeuge in einem ungebundenen System ge-
nutzt werden können, um den Fahrzeugen Aufträge zuzu-
weisen. Das Ziel ist das Auftreten von fehlerhaften 
Reihenfolgen zu verringern und den Durchsatz zu erhöhen. 

Es konnten im Bereich von Shuttle-Systemen keine 
Veröffentlichungen gefunden werden, die die Reihenfolge 
mittels RL oder DRL bilden. 

3 VORGEHEN UND ELEMENTE DES REINFORCEMENT 
LEARNING 

Das RL ist eine Methode des Maschinellen Lernens, 
mit dem Ziel ein geeignetes Aktionsmodell bzw. eine Vor-
gehensweise (Strategie) zu erlernen. Hierbei unterscheidet 
sich das RL von anderen Methoden des maschinellen Ler-
nens dadurch, dass das Lernen durch die Interaktion des 
Algorithmus, auch Agent genannt, mit der Umgebung ge-
schieht.  

Es lassen sich fünf Hauptelemente des RL identifizieren: 

• Aktion (Action) 

Aus allen möglichen Handlungsalternativen wählt 
der Agent eine aus. 

• Belohnung (Reward)  

Positive oder negative Rückmeldung zu einer ge-
tätigten Aktion. Durch die Belohnung wird die ge-
wählte Aktion bezogen auf den Zustand, der bei 
der Wahl der Aktion vorlag, bewertet. 

• Zustand (State) 

Situation, die der Agent konkret zu einem be-
stimmten Moment vorfindet.  

• Strategie (Policy) 

Bestimmt die nächste Aktion des Agenten in ei-
nem bestimmten Zustand basierend auf der höchs-
ten erwarteten Belohnung. 
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• Umgebung (Environment) 

Welt, mit der der Agent interagiert. Die Umge-
bung gibt die Rahmenbedingungen vor und trans-
formiert den Zustand und die Aktion des Agenten 
in den nächsten Zustand. 

Für das RL existieren verschiedene Lernmethoden. 
Eine grundlegende Methode ist das Q-Learning. Hierbei 
werden sogenannte Q-Werte genutzt, um schrittweise die 
Strategie und damit das Verhalten des Agenten zu verbes-
sern. Die Q-Werte (Q(S, A)) repräsentieren die Qualität der 
Aktionswahl (A) in einem Zustand (S) und können in der 
Q-Tabelle gespeichert und ausgelesen werden. Durch das 
Agieren des Agenten in der Umgebung werden diese Werte 
durch die Rückmeldung der Belohnung schrittweise aktua-
lisiert [SB17]: 

Q(St, At)Q(St, At) + α[Rt+1 + γmax
a

Q�St+1,a� − Q(St, At)]       (1) 

Mit α als Lernrate, durch welche die neuen Informati-
onen gewichtet werden und somit bestimmt wird, zu wel-
chem Anteil sich der neue Q-Wert aus neuen bzw. alten In-
formationen zusammensetzt. γ ist der Diskontierungs-
faktor, durch welchen zukünftige Belohnungen (Rt+1) dis-
kontiert werden. Somit können Belohnungen, die in der Zu-
kunft liegen weniger gewichtet werden, als die sofortige.  

Bei Umgebungen mit vielen Zuständen und Aktionen 
ist das verarbeiten über Q-Tabellen nicht mehr möglich. 
Stattdessen werden neuronale Netze zur Approximierung 
der Q-Werte genutzt, welche als Inputfaktoren den Zustand 
und als Outputfaktoren die Q-Werte für jede mögliche Ak-
tion besitzen.  

Abbildung 1 stellt die Struktur und die Schnittstellen 
des DRL-Agenten mit der Umgebung dar. 

 

Abbildung 1. DRL-Architektur in Anlehnung an [MAM+16] 

Keras bietet den DQN- (Deep-Q-Network) Agenten 
an, der auf dem Q-Learning aufbaut. Weiterhin stehen an-
dere DRL-Agenten zur Verfügung, die allerdings hier nicht 
weiter betrachtet werden. Die Agenten unterscheiden sich 
in der Lernmethode und den Beobachtungs- und Zustands-
räumen. [Ker19]  

Es können verschiedene Neuronale Netze in den 
DQN-Agenten implementiert werden. Tiefe neuronale 

Netze zeichnen sich dadurch aus, dass sie zwischen der 
Eingabe- und der Ausgabeschicht mehrere verdeckte 
Schichten besitzen. Gängig ist das Deep Feed Forward 
(DFF), das Recurrent Neural Network (RNN) und das Con-
volutional Neural Network (CNN). [ATY+19], [VL19] Bei 
DFF erfolgt die Informationsweitergabe von der Eingabe-
schicht bis zur Ausgabeschicht immer vorwärtsgerichtet. 
Das CNN ist speziell für die Verarbeitung von Bildern oder 
Audiodaten konzipiert. Mehrere Schichten sind nicht voll- 
sondern nur lokal teilvermascht. Dies verringert den Spei-
cherbedarf und die Trainingszeit. Bei einem RNN liegen 
Rückkopplungen der Neuronen vor. Ein Neuron kann mit 
sich selbst, mit einem Neuron aus der gleichen Schicht oder 
mit einem aus einer anderen Schicht rückgekoppelt sein. 
Anwendungsbereiche sind beispielsweise Übersetzungen 
oder Spracherkennung. 

4 MODELLBESCHREIBUNG UND IMPLEMENTIERUNG 

4.1 SIMULATIONSMODELL 

Das erstelle Simulationsmodell ist eine vereinfachte 
Abbildung einer Ebene eines ebenengebundenen Systems 
mit drei Lagergängen (Länge 10 m) mit 10 Lagerplätzen 
pro Gang und einer einfachtiefen Lagerung. Daraus resul-
tieren 60 Lagerplätze. Es existiert ein Quergang mit einer 
Länge von 16 m, der sich an der Stirnseite des Lagers be-
findet. Abbildung 2 stellt den Aufbau des Modells dar. Der 
Auslagerpunkt befindet sich am rechten Ende des Quergan-
ges (Punkt 1), der Ausweichpunkt, der als Zielort für die 
Ausweichfahrten angesteuert wird, befindet sich am linken 
Ende des Querganges (Punkt 2). 

 

Abbildung 2. Modellstruktur 

Auf der Ebene befinden sich zwei Fahrzeuge. Durch 
den Quergang können beide Fahrzeuge auf der Ebene frei 
verfahren. Da die Fahrzeuge nicht aneinander vorbeifahren 
können, jedoch für die Bearbeitung der Aufträge die glei-
chen Ressourcen (Quergang und die drei Wege der Gänge) 
nutzen, kommt es zu Blockaden. Die möglichen Blocka-
desituationen sind in Abbildung 3 dargestellt mit (1) Blo-
ckieren im Quergang, (2) Blockieren im Lagergang und (3) 
Blockieren von Kreuzungen. 

 



DOI: 10.2195/lj_Proc_schloz_de_201912_01 
URN: urn:nbn:de:0009-14-49751 

  
© 2019 Logistics Journal: Proceedings – ISSN 2192-9084          Seite 5 
Article is protected by German copyright law 

 

Abbildung 3. Blockiersituationen 

Die Steuerung zur Lösung dieser Blockaden ist im Si-
mulationsprogramm folgendermaßen festgelegt: 

(1) Blockieren im Quergang: 

Zur Auflösung dieser Situation weicht das linke Fahr-
zeug solange nach links aus, bis das rechte Fahrzeug 
in den Ziellagergang abbiegen kann. Anschließend 
steuert das linke Fahrzeug sein ursprüngliches Ziel an.  

(2) Blockieren im Lagergang: 

Das Fahrzeug, welches sich näher am Quergang befin-
det, verlässt den Gang und fährt an das linke Ende des 
Querganges. Dort angekommen macht es sich wieder 
auf den Weg zum Ziellagerplatz. Sollte die Zeit dieser 
Ausweichfahrt nicht gereicht haben, damit das im La-
gergang verbliebene Fahrzeug seinen Auftrag bearbei-
tet und den Gang verlassen hat, kommt es zu einer er-
neuten Blockade und das Fahrzeug unternimmt eine 
weitere Ausweichfahrt.  

(3) Blockieren von Kreuzungen: 

Hierbei sind zwei Situationen zu unterscheiden: 

(3a) Wenn ein Fahrzeug den Quergang befahren 
möchte, der Kreuzungsbereich aber von einem ande-
ren Fahrzeug belegt ist, wartet das Fahrzeug im Lager-
gang, bis der Kreuzungsbereich frei ist.  

(3b) Sollte ein Fahrzeug in einen Lagergang einfahren 
und der Eingang dieses Ganges ist von dem anderen 
Fahrzeug belegt, begibt sich das Fahrzeug auf dem 
Quergang zum Ausweichpunkt und steuert wie beim 
Blockieren im Lagergang danach seinen ursprüngli-
chen Ziellagerplatz an. 

Durch die fest programmierte Blockiersteuerung füh-
ren die verschiedenen Blockiersituationen zu unterschied-
lichen Zeiten zur Auflösung der Situation. Das Blockieren 
im Lagergang (2) benötigt durch die Ausweichfahrt zum 
linken Ende des Querganges die längste Zeit, gefolgt von 
dem Blockieren beim Eintreten in einen Lagergang (3b). 

Hier erfolgt ebenfalls eine Ausweichfahrt, allerdings mit 
kürzerem zurückzulegendem Weg bis zum Ausweichpunkt 
und dadurch mit einer kürzeren Dauer der Ausweichfahrt. 
Das Auflösen des Blockierens im Quergang (1) benötigt 
mehr Zeit als das Auflösen des Blockierens an Kreuzungen 
(3a), da das linke Fahrzeug solange entgegen seinem Zie-
lort fährt, bis das rechte Fahrzeug abbiegt. An der Kreu-
zung muss das Fahrzeug im Quergang lediglich warten, bis 
der Kreuzungsbereich frei wird. In Tabelle 1 sind die Blo-
ckiersituationen, die Höhe des Zeitverlustes sowie der 
Grund der Zeiterhöhung zusammengefasst.  

 Übersicht der Blockiersituationen und Auswir-
kungen 

Situation Dauer SZE bei Grund 

(1) ++ LF  

(2) ++++ NQF  

(3a) + GF warten 

(3b) +++ QF  

SZE Spielzeiterhöhung 
  +,++,+++,++++ Höhe des Zeitverlustes 

     Änderung des Zielortes / der Fahrtrichtung 
   QF Fahrzeug auf dem Quergang 
   GF Fahrzeug im Lagergang 
   LF Linkes Fahrzeug 
NQF Fahrzeug näher am Quergang 
 

Es werden nur Auslageraufträge betrachtet. Anfangs 
sind alle Lagerplätze gefüllt. Die beiden Fahrzeuge erhal-
ten ihren Fahrauftrag am Auslagerpunkt und lagern nach 
und nach alle Ladeeinheiten aus. Die Kapazität der Fahr-
zeuge beträgt eine Ladeeinheit und die Geschwindigkeit 
1 m/s. 

Dass Blockiereffekte auch in realen Systemen die 
Spielzeit erhöhen, wurde in [RKH+10] nachgewiesen. Das 
Blockieren in Lagergängen, im Quergang und an den Kreu-
zungen hat einen Spielzeitanteil von bis zu 20 %. 

4.2 DRL-ARCHITEKTUR 

Die DRL-Architektur (siehe Abbildung 5) setzt sich 
aus dem Simulationsmodell und dem DQN-Agenten zu-
sammen. Als neuronales Netzwerk wird ein DFF mit zwei 
verdeckten Schichten genutzt. Die DRL-Elemente sind fol-
gendermaßen festgelegt. 

• Zustand 

Zu jedem Zeitpunkt, an dem eines der beiden 
Fahrzeuge meldet, dass es bereit für den nächsten 
Auftrag ist, übermittelt das Simulationsmodell 
welcher Auftrag erledigt, in Bearbeitung oder 
noch zu erledigen ist (Auftragsliste) als Informa-
tionen für den Beobachtungsraum an den DQN-
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Agenten. Abbildung 4 bildet die Matrixdarstel-
lung des Beobachtungsraumes ab. 
 

 
Abbildung 4. Beobachtungsraum 

• Aktion 

Der Agent wählt aus den noch zu erledigenden 
Aufträgen denjenigen mit dem höchsten Q-Wert 
als nächsten Auftrag für das anfragende Fahrzeug 
aus und übermittelt die Auftragsnummer an das 
Simulationsmodell.  

• Belohnungsfunktion 

Zur Ermittlung der zu erhaltenden Belohnung, die 
der Agent für die Wahl des nächsten Auftrages er-
hält, wird zunächst die Optimalzeit für die Erledi-
gung des Auftrages ermittelt. Hierfür wird die Si-
mulation vor dem Training des Agenten mit 
einem Fahrzeug durchgeführt. Da es bei einem 
Fahrzeug nicht zu Blockaden kommen kann, kön-
nen so die optimalen Auftragsbearbeitungszeiten 
pro Auftrag ermittelt werden. Anhand dieser Zeit 
wird die Aktion bewertet. Da es nicht möglich ist, 
dass der Auftrag in einer kürzeren Auftragsbear-
beitungszeit als der Optimalzeit durchgeführt 
wird, ist die Belohnung somit bestenfalls null. In 
diesem Fall entspricht die tatsächliche Bearbei-
tungszeit der Optimalzeit. Liegen Blockiersituati-
onen vor, verlängert sich die tatsächliche Bearbei-
tungszeit und die Belohnung wird negativ. Es 
wurde folgende Belohnungsfunktion gewählt: 

 
r = 100 * (t Opt,n  - t Ist,n)          (2) 

Mit: t Opt,n    - Optimalzeit für Auftrag n 
t Opt,Ist  - Istzeit für Auftrag n 

 
Die Belohnung wird durch den DQN-Agenten auf 
Basis der Inputwerte Optimalzeit und Istzeit des 
Simulationsmodells berechnet. 

• Strategie 

Die zu erlernende Strategie legt die Auftragsrei-
henfolge fest.  

• Umgebung 

Die Umgebung ist das beschriebene Simulati-
onsmodell. 

 

 
Abbildung 5. DRL-Architektur 

5 EINFLUSS DER REIHENFOLGEÄNDERUNG UND 
VERGLEICHSBASIS FÜR DEN DRL-AGENTEN 

Im Folgenden wird dargestellt, welchen Einfluss die 
Änderung der Reihenfolge auf die Gesamtbearbeitungszeit 
der Aufträge hat.  

Es wurden 1000 Simulationsläufe durchgeführt, in de-
nen jeweils die kompletten 60 Ladeeinheiten durch eine zu-
fällig generierte Reihenfolge ausgelagert wurden.  

Die mittlere Gesamtbearbeitungszeit liegt bei 
16:21 min mit einer Standardabweichung von 0:28 min. 
Der Maximalwert beträgt 17:58 min und der Minimalwert 
15:05 min. Die Differenz zwischen der ungünstigsten Rei-
henfolge und der auf Basis der Simulationsläufe ermittelten 
optimalen Reihenfolge beträgt damit 2:53 min. Bezogen 
auf den Maximalwert entspricht das einer Spielzeitreduzie-
rung vom Worst-Case zum Best-Case von 16 %. 

Wird das Optimierungspotenzial durch die Differenz 
zwischen dem durch die Simulationsläufe ermitteltem Op-
timalwert und dem Mittelwert berechnet, liegt es bei 
1:15 min bzw. 7,6 %. 

Die auf diese Weise berechnete mittlere Gesamtbear-
beitungszeit und das Optimierungspotenzial lassen auf-
grund der Vereinfachungen keine Rückschlüsse auf reale 
Systeme zu. Sie können jedoch für Vergleichszeiten heran-
gezogen werden, um die Performance des DRL-Agenten 
zu bewerten, da dieser im selben Modell agiert. 

Hierfür wurden die Minimalwerte und die Durch-
schnittswerte der Gesamtbearbeitungszeiten alle 50 Simu-
lationsläufe aktualisiert. Die Minimalzeit verbessert sich 
von 15:18 min auf 15:05 min, während der Mittelwert nach 
den ersten 50 Läufen bei 16:24 min liegt und sich dann bei 
16:21 min einpendelt. Das Optimierungspotenzial steigert 
sich von 6,7 % unter Berücksichtigung nur der ersten 50 
Läufe auf 7,7 % unter Berücksichtigung der gesamten 1000 
Läufe. Die Ergebnisse und das daraus berechnete Optimie-
rungspotenzial sind in Abbildung 6 dargestellt.  
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Abbildung 6. Auswertung der Simulationsläufe mit zufälliger 
Reihenfolge 

Im folgenden Forschungsverlauf gilt es den DQN-
Agenten auf Basis der beschriebenen Architektur zu imple-
mentieren und ihn anhand der Vergleichszeiten zu bewer-
ten.  

6 ZUSAMMENFASSUNG UND AUSBLICK 

In diesem Beitrag wird eine Möglichkeit vorgestellt, 
wie durch die Einbeziehung des DRL eine Reihenfolgestra-
tegie für Auslagerungen in Shuttle-Systemen entwickelt 
werden kann. Hierfür wurde ein Simulationsmodell vorge-
stellt, welches eine vereinfachte Version eines Shuttle-Sys-
tems mit einer Ebene abbildet. Es konnte gezeigt werden, 
dass die Auslagerreihenfolge einen Einfluss auf die Auf-
tragsbearbeitungszeiten hat. Es wurden weiterhin die 
Grundlagen des DRL dargelegt und ein Ansatz beschrie-
ben, wie die DRL-Architektur umgesetzt werden kann. Die 
Implementierung und der Leistungsvergleich erfolgen im 
weiteren Forschungsverlauf. 

Sowohl das Simulationsmodell als auch der DRL-
Agent und die RL-Elemente sind zu erweitern. 

Es wird ein Simulationsmodell, basierend auf einem 
realen ebenengebundenen System erstellt, wobei die An-
zahl der Fahrzeuge frei wählbar ist. Hierbei sind dann auch 
Einlagerungen und ggf. Umlagerungen zu berücksichtigen. 

Es gilt weitere Belohnungsfunktionen zu bilden und 
den Effekt auf das Lernen zu analysieren. Zudem beinhaltet 
der Zustand in der geplanten Architektur nur die noch zu 
erledigenden Aufträge, er wird um die Lagerpositionen der 
auszulagernden Güter und die Positionen der anderen Fahr-
zeuge zum Zeitpunkt der Auftragsanfrage erweitert. 

Durch die Einbeziehung von Hebern können auch un-
gebundene Systeme analysiert werden, hierbei ist zu unter-
suchen, ob ein Multiagentensystem Anwendung finden 
muss. 

Abschließend ist festzuhalten, dass das DRL im 
Gaming-Bereich erlernt, die Akteure im Spiel zu steuern. 
Analog ist denkbar, dass erlernt wird, wie die Fahrzeuge zu 
steuern sind, beispielsweise zur Auflösung von Blockiersi-
tuationen oder, sofern alternative Routen bestehen, zur Fin-
dung der besten Route. 
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