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urzbeschreibung: Ziel dieser Arbeit ist es, den Ein-

satz einer auf Bluetooth Low Energy basierenden

Prozessanalyse Technologie in einer industrienahen Ver-

suchsumgebung zu erproben und auf mögliche Einfluss-

parameter auf die Ergebnisse zu untersuchen. Für die 

Untersuchung wurden 2 typischen Ressourcen der Intra-

logistik ausgewählt. Einerseits wurden Experimente mit 

einem Fahrerlosentransportsystem als auch mit Personen 

in einem Montagesystem mit spezifischen logistischen 

Aufgaben durchgeführt. Als Maßgröße für die Beurtei-

lung wurde die gemessene Signalstärke zur Verortung 

identifiziert. Durch den Zugriff auf die Rohdaten mittels 

eines Open Source Datenanalysewerkzeuges (Knime) 

konnten Faktoren wie Ausrichtung und Positionierung 

der Sender, Störgrößen in der Umwelt wie bspw. andere 

Maschinen und Einrichtungen aber auch die Positionie-

rung der Empfänger identifiziert werden.  

[Schlüsselwörter: Prozessanalyse, Intralogistik, Einflussfakto-

ren, Aktivitätserkennung] 

1 EINLEITUNG  

Industrie 4.0-Paradigmen werden aufgrund ihrer Aus-

wirkungen auf die Effizienz, Produktivität und Qualität der 

Leistung von Unternehmen zunehmend in Produktionsum-

gebungen eingesetzt [1]. Obwohl die vierte industrielle Re-

volution bereits im Gange ist und Fortschritte bei der Au-

tomatisierung von Fabriken gemacht wurden, liegen 

vollständig automatisierte Anlagen noch in weiter Ferne. In 

vielen Fabriken und Lagern, vor allem im Bereich der Lo-

gistik, ist menschliche Arbeit noch immer ein wichtiger 

Faktor. Manuelle Prozesse sind daher häufig Gegenstand 

von Optimierungsbemühungen. Um diese manuellen Pro-

zesse zu verstehen, werden häufig manuelle Analysen 

(REFA) oder Zeitstudien (Methods-Time Measurement; 

MTM) eingesetzt [2].  

Die Verbesserung der Produktivität von Industrieanla-

gen ist eine der größten Herausforderungen in der Ferti-

gung und wirkt sich direkt auf die Rentabilität der Anlagen 

aus [3]. Da die manuelle Arbeit gerade in Hochlohnländern 

einer der Hauptkostentreiber ist, ist die Dauer der manuel-

len Prozesse von entscheidender Bedeutung für den Be-

trieb. Die Kenntnis der Zeitkontingente manueller Tätig-

keiten hilft, Optimierungspotenziale im Prozess zu finden 

[4]. 

Für die Analyse von Prozessen in der Intralogistik 

kommen eine Vielzahl von Methoden zum Einsatz. Ein 

Großteil dieser Methoden basieren hierbei auf konventio-

nellen Datenaufnahmen wie Beobachtungen oder Model-

lierungsansätzen auf Basis von Planzeiten. Zu nennen sind 

hierbei Methoden aus dem Lean Management wie die 

Wertstromanalyse zur Aufdeckung von Verschwendungen 

im Gesamtprozess oder Methoden zur Analyse von Zeit-

aufwände für spezifische Teilprozesse in der Intralogistik 

wie REFA Zeitaufnahmen oder Methods-Time-Measure-

ment Studien [5]. In den letzten Jahren setzt sich hierbei die 

Notwendigkeit von datenbasierten Ansätzen durch, um 

diese Prozesse zu analysieren [6]. Einerseits kann dies 

durch die Analyse von vorhanden Buchungsdaten erfolgen, 

um mittels Process Mining den Gesamtmaterialfluss zu 

analysieren, umso detailliertere Einblicke zu erhalten, als 

wie es mit anderen Methoden möglich wäre [7]. Aber auch 

der Einsatz von zusätzlicher Sensorik zur Analyse manuel-

ler Arbeitsvorgänge bspw. als sogenanntes Motion Mining 

(MM) erfährt Verbreitung [8]. Gleichzeitig erfahren auch

die Technologien weitere Untersuchungen hinsichtlich ih-

rer Planbarkeit in Produktionssystemen [9]

Zielsetzung dieser Arbeit ist es den Einsatz vorge-

nannte MM-Technologie in einer industrienahen Experi-

mentierumgebung näher zu untersuchen und mögliche Ein-

flussparameter bei der Anwendung zu untersuchen.  

2 STAND DER TECHNIK FÜR DIE PROZESSANALYSE IN 

DER INTRALOGISTIK 

Lean Management ist eine kundenorientierte Produk-

tionsphilosophie, die auf die Beseitigung von Verschwen-

dung setzt, um die Produktion ständig zu verbessern [10]. 

Technologie in der Produktion sollte helfen, die Komplexi-

tät zu reduzieren und verschwenderische Aktivitäten zu 

identifizieren [11]. Während Verschwendung durch Trans-

port, Lagerhaltung, Wartezeiten, Überbearbeitung und 
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Überproduktion leicht feststellbar ist, ist die Verschwen-

dung durch Bewegung aufgrund ihres flüchtigen Charak-

ters schwer zu ermitteln [9]. 

Derzeit existieren unterschiedliche Methoden zur Er-

fassung manueller Arbeit, sei es im Bereich der Effizienz 

oder der Ergonomie. Die manuelle Zeiterfassung, wie sie 

top-down bei der REFA- oder bottom-up mittels der MTM-

Methode erfolgt, ist oft sehr zeitaufwendig und erfordert 

einen in der respektiven Methode geschulten Experten. In 

dieser Ressourcenbeschränkung ergibt sich auch die Her-

ausforderung für den praktischen Einsatz und Durchdrin-

gung in Unternehmen. Vor allem Prozesse mit stochasti-

schen oder azyklischen Elementen stellen hier eine 

Herausforderung dar. Prozesse, die Wartezeiten auf techni-

sche Hilfsmittel oder den Einsatz mehrerer Maschinen be-

inhalten, lassen sich mit den derzeitigen Methoden nur 

schwer abbilden. Dies führt oft dazu, dass solche Prozesse 

ganz weggelassen werden [8]. 

Die Tätigkeitsstrukturanalyse dient der Erfassung aller 

Tätigkeiten eines Mitarbeiters während eines definierten 

Zeitraums. Die aus den Aktivitäten gewonnenen Daten 

(z.B. Dauer) werden in einen Gesamtprozesszusammen-

hang gestellt. Ziel ist es, die nicht wertschöpfende Zeit zu 

ermitteln, die für Tätigkeiten wie Dokumentation oder die 

zurückgelegte Strecke aufgewendet wird [12].  

Ein weiterer Aspekt ist die Erfassung von Bewegungs- 

und Spielzeiten beispielsweise von logistischen Betriebs-

mitteln. Hier hat in den letzten Jahren der Einsatz von Pro-

cess Mining ein Potenzial gezeigt, um datenbasiert detail-

lierter Einblick in die Ist-Situation, als Bestandteil von 

Logistikplanungen, zu erhalten [7].  

2.1 METHODEN UND TECHNIKEN ZUR 

AKTIVITÄTSERKENNUNG  

Die Erkennung menschlicher Aktivitäten ist im Zeital-

ter des Internets der Dinge und der KI-Technologien zu ei-

nem wichtigen Forschungsbereich geworden [13, 14]. Die 

Erkennung menschlicher Aktivitäten spielt eine entschei-

dende Rolle bei der Überwachung und Analyse menschli-

cher Verhaltensweisen mit verschiedenen Arten von Sen-

soren [14]. Aktivitätserkennung kann definiert werden als 

die Fähigkeit, die aktuelle Aktivität auf der Grundlage von 

Informationen, die von verschiedenen Sensoren empfan-

gen werden, wiederzuerkennen/zu erkennen [15, 16]. Die 

Sensordaten werden nach Mustern analysiert, die auf eine 

Reihe bekannter menschlicher Aktivitäten zurückgeführt 

werden können [10]. Bei diesen Sensoren kann es sich um 

Kameras, tragbare Sensoren, an Gegenständen des tägli-

chen Gebrauchs angebrachte oder in der Umgebung ange-

brachte Sensoren handeln [17]. 

Ein vielversprechender Ansatz ist nach Harris et al. 

die technische Unterstützung und Automatisierung der Er-

fassung und Analyse manueller Arbeitsabläufe. Hierfür 

stehen mittlerweile verschiedene Technologien wie BLE 

basierte automatische Aktivitätserkennung [2, 4], WLAN 

basierte Lokalisierungstechnologien [18] oder kameraba-

sierte Motion-Capture-Lösungen in Kombination mit digi-

talen Menschmodellen [19] zur Verfügung, die einen wert-

vollen Beitrag dazu leisten können. 

Wearable Technology ist eine allgegenwärtige Lösung 

zur Verbesserung der Arbeitseffizienz, zur Steigerung der 

Leistung der Arbeitnehmer und zur Schaffung von Interak-

tionen zwischen den Nutzern und dem Arbeitsplatz, jeder-

zeit und überall [20]. Aktivitätserkennung mit tragbaren 

Sensoren ist ein weiträumiges Forschungsgebiet [21, 22]. 

Tragbare IoT-Sensoren wie Smartwatches und Smartpho-

nes, die in der Lage sind, Beschleunigung, Orientierung 

und Standort zu messen, werden häufig zur Erkennung 

menschlicher Aktivitäten wie Gehen, Stehen, Sitzen oder 

Schlafen verwendet. Solche IoT-Geräte und erkannten Ak-

tivitäten sind jedoch möglicherweise nicht für industrielle 

Umgebungen geeignet, in denen die Arbeitnehmer ihre Po-

sition an mehreren Arbeitsplätzen ständig wechseln [23]. 

Bei der bildgestützten Erkennung menschlicher Akti-

vitäten werden menschenbezogene Merkmale aus einem 

Videostrom extrahiert, der durch die Positionierung einer 

Kamera in der Umgebung gewonnen wird [14]. Auf Com-

puter Vision basierende Methoden werden in einigen In-

dustrieversuchen eingesetzt, um menschliche Aktivitäten 

zu erkennen, die spezifisch für entsprechende industrielle 

Umgebungen sind [24]. Obwohl diese Methode menschli-

che Handlungen visuell darstellen kann, wirft sie Bedenken 

hinsichtlich des Datenschutzes auf, und ihre Effizienz 

hängt bspw. vom Standard der Hintergrundbeleuchtung ab. 

Im Vergleich dazu bietet das auf tragbaren Sensoren basie-

rende System zur Erkennung menschlicher Aktivitäten 

mehrere Vorteile, darunter die Unempfindlichkeit gegen-

über externen Faktoren und eine höhere Genauigkeit, wäh-

rend gleichzeitig Bedenken hinsichtlich der Vertraulichkeit 

ausgeräumt werden [14]. Aufgrund der geringen Kosten 

und des Fortschritts in der Sensortechnologie hat sich ein 

Teil der Forschung im Bereich der Erkennung menschli-

cher Aktivitäten auf einen sensorbasierten Ansatz verlagert 

[17] und wird zunehmend relevanter in industriellen Um-

gebungen [24]. Beim Wearable-Konzept muss der Benut-

zer die Sensoren bei jeder Aktivität bei sich tragen [17].

2.2 AKTIVITÄTSERKENNUNG MIT TRAGBAREN 

SENSOREN 

In den letzten zwei Jahrzehnten gab es Bemühungen, 

die Erfassung und Analyse menschlicher Bewegungen und 

manueller Prozesse durch den Einsatz drahtloser Sensor-

netzwerke zu automatisieren und zu vereinfachen. Die Au-

tomatisierung der Aufzeichnung und Analyse der Bewe-

gungen wird durch die Miniaturisierung der Sensoren und 

die fortschreitende Entwicklung der Mustererkennung und 

Signalverarbeitung gefördert [8]. 
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Eine marktreife Technologie zur Erfassung und Ana-

lyse von manuellen Prozessen ist MM des Anbieters Mo-

tionMiners, Dortmund. Abbildung 1 zeigt eine schemati-

sche Darstellung der Funktionsweise von MM. Zur 

Erfassung von Bewegungsdaten verwendet die Technolo-

gie zwei Bewegungssensoren an den Handgelenken der 

Mitarbeiter und einen Sensor am Gürtel. Sie nutzt ein Bea-

con-Netzwerk, das aus Bluetooth-Sendern und einem vom 

Mitarbeiter getragenen Empfänger in Form eines Smart-

phones besteht (Produktgeneration Gen3). Dieses Beacon-

netzwerk wird verwendet, um einen Mitarbeiter während 

eines Prozesses in verschiedenen Arbeitsbereichen oder 

Regionen zu lokalisieren und Daten über Laufwege und 

Körperhaltungen zu erfassen. Die gesammelten Bewe-

gungs- und Lokalisierungsdaten werden dann mit einem 

auf maschinellem Lernen basierenden Mustererkennungs-

verfahren verarbeitet, um Bewegungen und Prozesse zu 

identifizieren [12]. 

 Funktionsweise der MM-Hardware [12] 

2.3 METHODOLOGIE  

Die MM-Technologie basiert auf einer Kombination 

aus BLE-Sendern, Beacons, und entsprechenden Empfän-

gern. Die Kombination mehrerer dieser Beacons in einem 

Bereich ermöglicht die entsprechende Zuordnung von Mit-

arbeitern und logistischen Ressourcen zu Bereichen in der 

Anlage. Zu diesem Zweck werden die Informationen über 

die empfangene Signalstärke in einer Online-Plattform ver-

arbeitet. Beim Einsatz der Technologie stellen sich zwei 

Forschungsfragen: 

RQ1: Welche Analyseszenarien können in der Intralo-

gistik auftreten?  

RQ2: Wie können die gesammelten Daten des MM 

mittels einer Data Analytics Plattform untersucht werden? 

RQ3: Welches sind die Faktoren, die die Genauigkeit 

der Messungen beeinflussen? 

Zum Einsatz kommen einerseits ein Literaturreview 

als auch Experimente innerhalb der Experimentier- und Di-

gitalfabrik (EDF) der Professur Fabrikplanung und Intralo-

gistik als integrierte Lehr-, Forschung- und Transferumge-

bung [25]. 

3 UNTERSUCHUNGEN: 

Ziel dieser Arbeit ist es, den Einsatz der MM-

Technologie in einer industrieorientierten Versuchsumge-

bung zu untersuchen und mögliche Einflussparameter auf 

die Ergebnisse zu prüfen. Zu diesem Zweck wurde eine 

Reihe von Szenarien durchgeführt, die auf typischen Fra-

gestellungen in der Planung von intralogistischen Prozes-

sen basiert. Alle Experimente wurden in der experimentel-

len und digitalen Fabrik des Lehrstuhls für Fabrikplanung 

und Intralogistik durchgeführt. Die Experimente wurden so 

konzipiert, dass sie die realen industriellen Szenarien nach-

bilden / simulieren. Die durchgeführten Experimente kön-

nen hauptsächlich in zwei Kategorien eingeteilt werden: 1) 

nicht-menschliche Ressourcen in Form eines Fahrerlosen 

Transport Systems (FTS) und 2) menschliche Ressourcen. 

3.1 NICHT-MENSCHLICHE RESSOURCEN (FTS) 

Für diese Versuchskategorie wurde ein FTS zur Da-

tenerfassung eingesetzt. Als mögliches Szenario wurde der 

grundlegende Produktionszyklus betrachtet, der aus 4 

Schritten besteht, wie z.B. Übernahme Produktionsauftrag, 

Verpackung, Arbeitsstation und Logistik. Ausgehend von 

diesem Szenario wurden 3 Experimente durchgeführt mit 

dem Ziel, die beeinflussenden Parameter herauszufinden, 

wie z.B.: 

• Anzahl der Regionen und Größe der Region,

• Anzahl der Beacons und Positionierung dieser,

• Anzahl der Sensoren und Positionierung dieser,

• und Einfluss von Hindernissen auf die Signal-

stärke.

3.1.1 EXPERIMENT 1 

Platzierung der Beacons: Die Anzahl der Regionen be-

trug 23 und die Anzahl der platzierten Beacons 26. Die 

Platzierung der Beacons war bei diesem Experiment nicht 

einheitlich und standardisiert. Einige wurden in Hüfthöhe 

platziert (Abbildung 2 - links), andere in Überkopfhöhe 

(Abbildung 2 - rechts). 

 Platzierung eines Beacons, links Hüfthöhe, 

rechts Überkopf 
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Platzierung der Sensoren: Es standen insgesamt 8 Sensors-

ätze zur Verfügung, die von A bis H benannt wurden. Jeder 

Sensorensatz besteht aus 3 Sensoren, nämlich L, T und R. 

Ein Sensorensatz (A) wurde vor dem FTS platziert (Abbil-

dung 3 - links) und die restlichen Sensorensätze (B-E) wur-

den gesammelt und nach dem Zufallsprinzip zusammen in 

einem Kleinladungsträger (KLT) platziert (Abbildung 3 - 

rechts). Die Box mit den Sensoren wurde dann in der Mitte 

des FTS platziert in einem Durchlaufregal. 

 Platzierung der Sensorsätze, links Montage an 

der Front, rechts Platzierung in einem KLT 

3.1.2 EXPERIMENT 2 

Platzierung der Beacons: Die Anzahl der Regionen be-

trug 16 und die Anzahl der platzierten Beacons 18. Für die-

ses Experiment wurde die Platzierung der Beacons einheit-

lich und standardisiert. In Anlehnung an das erste 

Experiment wurden alle Baken für dieses Experiment in 

Hüfthöhe platziert (Abbildung 2 - links). 

Platzierung der Sensoren: Für die Messung wurden 

insgesamt 8 Sensorsätze verwendet. Ein Satz (A) wurde 

vor dem FTS platziert (Abbildung 3 - links). In ähnlicher 

Weise wurden die Sensoren B, C, D und E an der Unter-

seite eines Transportgestelles des FTS platziert (siehe Ab-

bildung 4). Die restlichen Sensoren (F, G, H) wurden nach 

dem Zufallsprinzip in einem KLT platziert (Abbildung 3 - 

rechts). Der KLT mit den Sensoren wurde dann in der Mitte 

des FTS platziert, ähnlich wie beim ersten Experiment. 

Platzierung der Sensoren an der Unterseite des 

FTS 

3.1.3 EXPERIMENT 3 

Platzierung der Beacons: Bei diesem Experiment wur-

den 14 Regionen und 24 Baken platziert. Die Platzierung 

der Baken war einheitlich und standardisiert. In Anlehnung 

an das erste Experiment wurden für dieses Experiment alle 

Baken in Hüfthöhe platziert (Abbildung 2 -links). 

Platzierung der Sensoren: Die Platzierung der Sensoren 

war identisch mit Experiment 2. 

3.2 MENSCHLICHE RESSOURCEN 

Neben dem oben beschriebenen Szenarien wurde in 

einem nächsten Schritt ein weiteres Szenario durchgeführt. 

Dieses Szenario wurde mit den menschlichen Ressourcen 

als Teil des Lean-Workshops durchgeführt. Es wurde hier-

bei eine Montagesituation nachgestellt, in der Studierende 

den Einsatz von verschiedenen Fabrikplanungs- und Lean-

Methoden erlernen und anwenden sollten sowie die Ver-

besserungen im Rahmen ihrer Montagetätigkeiten erfahren 

sollten. Dabei wurden die verschiedenen Lean-Layouts 

analysiert, und die Maßnahmen wurden von den Mitarbei-

tenden wie in der realen Welt ergriffen. Dies beinhaltete 

Layoutveränderungen, Prozessverbesserungen in Form ei-

ner Austaktung der Montage und die Änderung der Auf-

tragssteuerung von einer Push- hin zu einer Kanban-Steue-

rung. Hierzu wurden bis zu 8 Arbeitsstationen in 11 

Regionen mit 15 Beacons ausgestattet. Zum Einsatz kamen 

8 Sensorensätze wovon 5 für die menschlichen Ressourcen 

sowie 3 zur Auftragsnachverfolgung eingesetzt wurden. 

3.3 TESTS ZUR POSITIONIERUNG VON BEACONS 

Nach der ersten Reihe von Experimenten stellte sich 

die Frage nach der idealen Positionierung der Beacons, ins-

besondere bei Szenarien die noch nicht automatisch über 

die Plattform ausgewertet können. Der Hauptzweck dieses 

Szenarios ist die Beantwortung der Frage, welche Position 

der Beacons besser ist, ob die Bake horizontal oder vertikal 

platziert werden sollten und welche Einflüsse ggf. noch mit 

zu beachten sind. 

Um diese Frage zu beantworten, wurde der Versuchs-

aufbau wie in Abbildung 5 dargestellt konzipiert mit äqui-

distanten Positionen der Beacons zu den Sensoren. Für die-

ses Experiment wurden insgesamt 6 Sensoren verwendet, 

die wie in Abbildung 6 dargestellt auf baugleichen Stän-

dern positioniert wurden. 

Für diesen Aufbau wurden insgesamt 12 Beacons ver-

wendet und wie in den Abbildungen 5 und 6 dargestellt po-

sitioniert. Die Beacons wurden so positioniert, dass sie den 

gleichen Abstand zwischen den beiden nächstgelegenen 

Sensoren bilden, sodass von einem Sensor immer 2 Bea-

cons bzw. 2 Sensoren immer das Signal eines Beacons im 

gleichen Abstand erfassen konnten. Der anfängliche Ab-

stand betrug 2 Meter und wurde in Meter Schritten auf 7 

Meter erhöht. Diese Anordnung der Baken ergab zwei 

DOI: 10.2195/lj_proc_grzona_de_202410_01



© 2024 Logistics Journal: Proceedings – ISSN 2192-9084     Page 5 
Article is protected by German copyright law 

Gruppen. Eine, die sich auf der linken Seite befand, wurde 

horizontal und eine, die sich auf der rechten Seite befand, 

wurde vertikal positioniert. Sowie eine Reihe von Sensoren 

auf der gegenüberliegenden Seite des Raumes mit Abstän-

den im Bereich von 6-10 Meter. Bei jeder Entfernung wur-

den also zwei Messungen durchgeführt, eine mit der hori-

zontalen und eine mit der vertikalen Position der Beacons. 

Es wurden insgesamt 6 Messungen von jeweils 10 Mi-

nuten Dauer durchgeführt, um ggf. Schwankungen der Sig-

nalstärke zu erkennen. Nach jeder Messung wurden die 

Sensoren um eine Position im Uhrzeigersinn verschoben, 

bis die Sensoren in die ursprüngliche Position zurückkehr-

ten. Nach der Erfassung der Messdaten wurde die Signal-

stärke zwischen den beiden Beaconpositionen verglichen. 

Layout für Versuchsaufbau Beacontests 

Versuchsaufbau in EDF für Beacontests 

4 ERGEBNISSE DER EXPERIMENTE 

4.1 ANALYSE DER NICHT-MENSCHLICHEN 

RESSOURCEN (FTS) 

4.1.1 ANALYSE EXPERIMENT 1 

Die ersten Experimente wurden mit der MM eigenen 

MPI Plattform durchgeführt. Hierbei ist der erste Schritt 

der Prozessanalyse die Definition des zu untersuchenden 

Prozesses. Die Prozessdefinition beeinflusst die Analyse, 

da das System versucht, die Daten auf der Grundlage des 

vom Benutzer definierten Prozesses zu verstehen. Nach der 

Definition des Prozesses kann der Benutzer die Daten 

durch die Erstellung verschiedener Diagramme analysie-

ren. 

Eines der Diagramme ist die Prozessverteilung. Dieses 

Diagramm zeigt die Menge der erfassten Daten, die von der 

Software entsprechend dem definierten Prozess zugeordnet 

wird und kann dementsprechende etwas über die Qualität 

der erfassten Signalstärken sagen. Mit anderen Worten, es 

gibt ein Bild der gebuchten Daten entsprechend dem defi-

nierten Prozess. Das Prozessverteilungsdiagramm für das 

Beispiel 1 ist in Abbildung 7 zu sehen. Es ist zu erkennen, 

dass nur etwa 22 % der erfassten Daten dem definierten 

Prozess entsprachen und die Mehrheit von etwa 78 % un-

bekannt war und somit die erfassten Daten keinem Muster 

entsprachen. 

Prozessverteilungsdiagramm für Experiment 1 
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Daher ist die nächste wichtige Frage, in welchen Re-

gionen die Daten gebucht wurden. Das Diagramm der re-

gionalen Labelverteilung gibt die nötigen Informationen. 

Für Experiment 1 ist dies in Abbildung 8 dargestellt. Es ist 

ersichtlich, dass die meisten der gesammelten Daten in den 

Fehlerregionen und nicht in den Regionen, die dem tatsäch-

lichen Weg des FTS folgen, gebucht wurden. Hier ist zu 

ergänzen, dass der Versuchsaufbau so gewählt wurde, dass 

sich knapp (ca. 50 cm) neben dem Fahrweg des FTS diese 

Fehlerregionen befanden. 

Ein weiterer Parameter war die Zykluszeit zu analysie-

ren, da diese durch den Einsatz eines FTS konstant gehalten 

werden konnte. Zur Analyse der Zykluszeit wurde die Ver-

teilung der Durchlaufzeit pro Prozessdefinition und ein 

Boxplot-Diagramm verwendet. Das Boxplot-Diagramm 

für Versuch 1 ist in Abbildung 9 zu sehen. 

 Diagramm der regionalen Labelverteilung für 

das Experiment: 1 

Boxplot für Experiment 1 

Aus Abbildung 9 ist ersichtlich, dass die Anzahl der 

von der Software ermittelten definierten Zyklen 70 und die 

der nicht definierten Prozesszyklen 86 beträgt. Der Median 

der definierten Zyklen betrug 2 Minuten und 16 Sekunden. 

Der Median für die nicht definierten Prozesszyklen lag bei 

11 Sekunden. Es gibt einige Zyklen im definierten Prozess 

(Cycle_sraight), die außerhalb des Medianbereichs liegen. 

Die detaillierte Analyse dieser Zyklen auf der Grundlage 

ihrer Zyklusnummer ist ebenfalls über die MM-Plattform 

möglich. Für das besser Verständnis der Einflüsse war es 

notwendig die einzelnen Zyklen im Detail zu untersuchen. 

Nach der Analyse dieser wurde festgestellt, dass es sich 

nicht um einen einzelnen Zyklus handelt, sondern um Meh-

rere, die zu einem Einzigen zusammengefasst wurden, so-

dass sich jeweils Vielfache der ursprünglichen Grundzeit 

des FTS ergaben. 

4.1.2 ANALYSE EXPERIMENT 2 

Für dieses Experiment wurde die Prozessdefinition für 

das FTS in zwei verschiedenen Zyklen separiert, um das 

Experiment realistischer zu gestalten, da in einer realen in-

dustriellen Umgebung mehr als ein Prozess untersucht 

wird. Gleichzeitig wurde auch die Granularität der Regio-

nen um 7 reduziert und lag trotz dessen noch wesentlich 

über den Empfehlungen in der minimalen Größe der Regi-

onen. 

Eine ähnliche Analyse wurde auch für Versuch 2 

durchgeführt. Das Prozessverteilungsdiagramm für Ver-

such 2 ist in Abbildung 10 zu sehen. Aus Abbildung 10 ist 

ersichtlich, dass etwa 51 % der gesammelten Daten als re-

gelmäßiger Zyklus und 38 % der gesammelten Daten als 

runder Zyklus verbucht wurden. Insgesamt wurden rund 89 

% der gesammelten Daten als die definierten Prozesse er-

kannt. Und nur 11 % der gesammelten Daten wurden als 

undefinierter Prozess verbucht. Dies ist eine erhebliche 

Verbesserung gegenüber dem ersten Versuch. 

Prozessverteilungsdiagramm für Experiment 2 

 Diagramm der regionalen Labelverteilung für 

Experiment: 2 
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Das Diagramm der regionalen Etikettenverteilung für 

Versuch 2 ist in Abbildung 11 dargestellt. Es ist ersichtlich, 

dass die in den Fehlerregionen verbuchten Daten im Ver-

gleich zum ersten Versuch deutlich zurückgegangen sind. 

Mit anderen Worten: Die meisten Daten wurden in den Re-

gionen gebucht, die in den tatsächlichen Pfad der Bewe-

gung des FTS fallen. 

Die Verteilung der Durchlaufzeit pro Prozessdefini-

tion oder das Boxplot-Diagramm für Experiment 2 ist in 

Abbildung 12 zu sehen. Es ist ersichtlich, dass die Anzahl 

der von der Software identifizierten regelmäßigen Zyklen 

237, die Anzahl der runden Zyklen 491 und die Anzahl der 

nicht definierten Prozesszyklen 20 beträgt. Wichtig ist hier-

bei, dass bei diesem Experiment 2 verschiedene Zyklen im 

Schritt der Prozessdefinition definiert wurden. Der Median 

für den regulären Zyklus beträgt 2 Minuten und 28 Sekun-

den. Der Median für den runden Zyklus liegt bei 1 Minute 

und 14 Sekunden. Und der Median für die undefinierten 

Prozesszyklen beträgt 1 min 42 sec. Ähnlich wie beim ers-

ten Experiment handelt es sich bei den Zyklen, die außer-

halb des normalen Zeitbereichs liegen, nicht nur um ein-

zelne Zyklen, sondern um mehrere Zyklen, die zu einem 

Zyklus zusammengefasst wurden. 

Boxplot für Experiment 2 

4.1.3 ANALYSE EXPERIMENT 3 

Bei diesem Versuch wurde das FTS in einem Zyklus 

ähnlich wie bei Versuch 1 betrieben.  

Prozessverteilungsdiagramm für Experiment 3 

Das Prozessverteilungsdiagramm für Versuch 3 ist in 

Abbildung 13 zu sehen. Es ist ersichtlich, dass etwa 85 % 

der gesammelten Daten als der definierte Prozess gebucht 

wurden. Nur 15 % der gesammelten Daten wurden als un-

definierter Prozess verbucht. Das ist eine deutliche Verbes-

serung gegenüber den ersten Experimenten, insbesondere 

da das Anbringen und die Entnahme der Sensoren nicht aus 

den Messreihen aus der Plattform entfernt werden konnten. 

Das Diagramm der regionalen Labelverteilung für Ex-

periment 3 ist in Abbildung 14 dargestellt. Es zeigt die er-

warteten Ergebnisse. Es gibt keine großen Schwankungen 

bei der Buchung von Daten in verschiedenen Regionen. 

 Diagramm der regionalen Labelverteilung für 

das Experiment: 3 

Die Verteilung der Durchlaufzeit pro Prozessdefini-

tion oder das Boxplot-Diagramm für das Experiment 3 ist 

in Abbildung 15 zu sehen. Es ist ersichtlich, dass die An-

zahl der von der Software ermittelten tatsächlichen Zyklen 

156 und der nicht definierten Prozesszyklen 8 beträgt. Der 

Median für den tatsächlichen Zyklus beträgt 2 Minuten und 

28 Sekunden. Der Median für die nicht definierten Pro-

zesszyklen liegt bei 2 min 57 sec. Ähnlich wie beim ersten 

Experiment handelt es sich bei den Zyklen, die außerhalb 

des normalen Zeitbereichs liegen, nicht nur um einzelne 

Zyklen, sondern um mehrere Zyklen, die zu einem Zyklus 

zusammengefasst wurden. 

Boxplot für Experiment 3 
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4.2 ANALYSE DER MENSCHLICHEN RESSOURCEN 

Im Rahmen der zweiten Untersuchung wurde die Sen-

soren – wie vom Hersteller angedacht – jeweils an den Mit-

arbeitenden im Produktionssystems angebracht. Hierbei 

zeigte sich die erwartete Zuordnung der Prozesse zu den 

jeweiligen Rollen die den Arbeitsplätzen. Aufgrund der 

weiter erhöhten Grundflächen je Region konnte auch die 

Zuordnungsqualität weiter gesteigert werden. Exempla-

risch sei hier die Rolle des Meisters herausgegriffen, der in 

der ersten Workshop Runde die entsprechenden Aufträge 

zum Montageplatz 1 bringt und die abschließende Quali-

tätskontrolle und den Warenausgang übernimmt (siehe Ab-

bildung 16). 

 Prozessverteilungsdiagramm für Rolle des 

Meisters im Rahmen des Lean-Workshops 

Wie in den vorangegangen Experimenten wurde hierbei 

auf die Auswertung aus der Plattform zurückgegriffen, so-

dass die Messdaten vor ihrer Auswertung nicht auf die rei-

nen, zu messenden Aktivitäten eingeschränkt werden 

konnten. Neben den Aktivitäten der menschlichen Res-

sourcen wanderten die Aufträge in Form von KLTs durch 

den Prozess. Diese wurden hierbei auch mittels Sensoren-

sätze erfasst. Hier zeigte sich die Herausforderung, dass 

dies zum Zeitpunkt der Messungen noch nicht innerhalb 

der Plattform ausgewertet werden konnte, sodass die Aus-

wertung dann mittels Zugriffes auf die Rohdaten (Signal-

stärken) und KNIME als Data Analytics Plattform durch-

geführt wurde (siehe Abbildung 17). 

Abbildung 17. Empfangene Signalstärken eines Sensors im 

Zeitverlauf 

Es zeigte sich das Potenzial hiermit noch weitere Ein-

sichten in den Prozess zu erhalten, beispielsweise die 

Durchlaufzeiten oder auch die Prozesszeiten an den einzel-

nen Stationen. Zu erkennen ist dies am Verlauf des roten 

Beacons, der zeigt das der KTL nach einer Wartezeit in das 

System eingeschleust wird (ca. 1/3 der Zeitreihe), danach 

die verschiedenen Arbeitsstationen durchläuft und ab-

schließend wieder auf seine Demontage wartet um erneut 

genutzt zu werden. Gleichzeitig sind auch die Schwankun-

gen der gemessenen Signalstärken zu erkennen. Einerseits 

resultierend aus den verschiedenen Elementen die sich im 

System bewegten, aber auch andererseits als spezifische 

technische Eigenschaften der eingesetzten Sensoren und 

Beacons. 

4.3 ANALYSE DER BAKENPOSITIONIERUNGSTESTS 

Im abschließenden Experiment war es erforderlich, 

die Signalstärke – in dem Fall die Received Signal Strength 

Indication (RSSI) – der Beacon-Sensoren-Kombination ge-

nauer zu analysieren, wofür die KNIME Analytical Soft-

ware verwendet wurde. Da das Experiment die Neupositi-

onierung der Beacons beinhaltete, war es notwendig, 

Fehler aus den Daten zu entfernen. Nach der Datenbereini-

gung wurde ein Vergleich zwischen der Signalstärke der 

horizontalen und vertikalen Beaconpositionierung für je-

den Zyklus durchgeführt. Für diese Analyse wurden ein Li-

niendiagramm und die statistischen Werte wie Minimum, 

Maximum, Mittelwert, mittlere absolute Abweichung und 

Standardabweichung verglichen. 

Der Vergleich der Standardabweichung ist in Tabelle 

1 dargestellt. Aus Tabelle 1 kann keine konkrete Schluss-

folgerung für die optimale Position der Beacons gezogen 

werden, da aus den Standardabweichungsdaten kein klares 

Muster erkennbar ist. Die Diskrepanzen in den Daten könn-

ten auf die Unterschiede in der Sensorgenauigkeit zurück-

zuführen sein. Da in jedem Zyklus ein anderer Sensor ver-

wendet wird, ist es möglich, dass die Genauigkeit der 

einzelnen Sensoren variiert. Dabei steht H für die horizon-

tale und V für die Vertikale Positionierung der Beacons. 

Ein weiterer Vergleich der Mittelwerte ist in Tabelle 2 

dargestellt. Die Mittelwerte zeigen ein klares Muster. Die 

vertikalen Platzierungswerte sind für jeden Zyklus und für 

jede Entfernung höher als die horizontalen Platzierungs-

werte. Daher kann aus Tabelle 2 die Schlussfolgerung ge-

zogen werden, dass die vertikale Positionierung der Bea-

cons besser ist als die horizontale Positionierung der 

Beacons im Hinblick auf die empfangenen Signale an den 

Sensoren. 
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Vergleich der Standardabweichung 

Dis-

tanz 

Zyklus 1 

(B-T) 

Zyklus 2 

(B-L) 

Zyklus 3 

(C-L) 

Zyklus 4 

(C-T) 

Zyklus 5 

(C-R) 

Zyklus 6 

(B-R) 

Alle Zyklen 

H V H V H V H V H V H V H V 

2 m 0,13 0,60 0,46 1,74 1,38 1,20 1,36 1,23 1,12 1,83 0,24 0,47 0,57 0,56 

3 m 0,38 0,53 0,28 0,57 1,36 2,19 1,15 1,75 1,22 1,77 0,45 0,51 0,49 0,77 

4 m 0,48 0,49 0,61 1,23 2,31 2,17 1,30 2,14 2,13 2,35 0,84 0,41 0,78 0,88 

5 m 0,50 0,48 0,50 1,02 2,64 1,05 2,60 1,13 2,45 1,33 0,43 0,95 1,14 0,28 

6 m 0,63 1,34 0,48 0,35 2,33 2,37 2,55 1,59 2,61 2,00 0,55 0,36 1,07 0,83 

7 m 0,58 0,69 0,56 0,68 1,14 1,28 1,30 1,04 1,40 1,24 0,61 0,82 0,39 0,27 

 Mittelwertvergleich der RSSI 

Dis-

tanz 

Zyklus 1 

(B-T) 

Zyklus 2 

(B-L) 

Zyklus 3 

(C-L) 

Zyklus 4 

(C-T) 

Zyklus 5 

(C-R) 

Zyklus 6 

(B-R) 

H V H V H V H V H V H V 

2 m -69 -57 -69 -57 -69 -58 -67 -55 -68 -57 -68 -56

3 m -75 -60 -76 -60 -75 -61 -73 -60 -74 -60 -75 -61

4 m -79 -57 -82 -57 -82 -57 -77 -55 -80 -56 -80 -56

5 m -72 -71 -72 -69 -74 -71 -72 -69 -73 -69 -73 -69

6 m -65 -58 -64 -57 -67 -58 -65 -57 -65 -57 -65 -58

7 m -80 -67 -80 -65 -79 -67 -78 -66 -78 -65 -78 -66

5 KRITISCHE WÜRDIGUNG UND ERKENNTNISSE  

Nach der Durchführung der verschiedenen Experi-

mente mit verschiedenen Einstellungen und Parametern 

und in unterschiedlichen Situationen lassen sich die Er-

kenntnisse wie nachfolgend zusammenfassen.  

Beim Einsatz der Prozessanalysetechnologie ist Pro-

zessdefinition ist ein entscheidender Schritt bei der Daten-

analyse. Die grundlegenden technischen Einschränkungen 

der BLE-Lokalisierungstechnologie können nur einge-

schränkt umgangen werden, sodass Übergange zu anderen 

Aktivitäten unter 0,5m vermieden werden sollten. Dies hat 

erhebliche Auswirkungen darauf, wie gut das System die 

Buchung der Daten interpretiert. Die empfohlene Größe 

des Bereichs (mindestens 2*2 Meter) sollte das Ziel sein. 

Eine geringere Größe des Bereichs führt zu ungenauen 

Messungen. Eine standardisierte Positionierung der Bea-

cons führt zu einer wesentlich besseren Messgenauigkeit.  

Die vertikale Positionierung der Beacons bietet eine 

signifikant bessere empfangene Signalstärke auf gleicher 

Entfernung als die horizontale Positionierung. Daher sollte 

die optimale Position für die Platzierung der Beacons in 

vertikaler Richtung liegen. Zusammenfassend lässt sich sa-

gen, dass die Technologie sich auch für ad-hoc Aufnahmen 

im Rahmen von Workshops bei entsprechender Einmes-

sung eignet, um logistische Kennzahlen wie Zykluszeiten, 

Durchlaufzeiten zu erheben. Dies bietet sich auch an für 

Untersuchungen von Produktionssystemen bei denen durch 

 die Anzahl von Untersuchungsgegenständen oder die 

Weitläufigkeit der Bewegungsbereiche bei manuellen Pro-

zessen etablierte Methoden wie Zeitstudien oder Selbstauf-

schreibungen zu langwierig oder nicht genügend Daten in 

der benötigten Qualität liefern würden. Durch die Einmes-

sung der entsprechenden Untersuchungsbereiche und da-

mit auch die Aufnahme der örtlichen Gegebenheiten sowie 

etwaiger Störgrößen, kann schnell zwischen verschiedenen 

Aufnahmesituation in einem Raum gewechselt werden. 

Einschränkend zur Versuchsauswertung ist zu sagen, 

dass die Daten zur Signalstärke mit dem untersuchten Sys-

tem ermittelt wurden, sodass hier auch die spezifischen 

technischen Eigenschaften zum Tragen kommen und dies 

zu etwaigen Messfehlern führen kann. Desweiteren wurden 

die Versuche in einer Umgebung durchgeführt in der schon 

weitere Funktechnologie wie bspw. WLAN auf 2,4 GHZ, 

UWB sowie weitere BLE-Ortungssysteme genutzt werden. 

Eine gegenseitige Beeinflussung konnte hierbei bis jetzt 

nicht dokumentiert werden.  
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